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Resumo. Grandes Modelos de Linguagem (GMLs), baseados em técnicas de
Inteligéncia Artificial (IA), tem revolucionado o Processamento de Lingua-
gem Natural (PLN), sendo considerados o estado-da-arte em diversas tare-
fas prdticas de PLN tais como classificacdo de texto, andlise de sentimentos,
sumarizagdo de textos, e sistemas de perguntas-e-respostas. No entanto, tanto a
construgdo desses modelos pré-treinados, quanto a sua adaptagdo a tarefas es-
pecificas (i.e. ajuste fino), demandam um custo computacional elevadissimo,
exigindo hardware e infraestrutura energética especializados, com impactos
ambientais negativos em termos de emissdo de CO,. Mais ainda, a infra-
estrutura necessdria para trabalhar nesses desafios no modelo hoje utilizado
pelos big players, o qual denominamos de “Lei do Mais” (mais dados, mais
hardware, mais energia) é ndo apenas insustentdvel, mas também desinteres-
sante do ponto de vista de competitividade nacional — ndo temos os recursos fi-
nanceiros e humanos para competir em pé de igualdade. Nesse contexto, nossa
proposta de desafio é confrontar a “Lei do Mais” por meio do desenvolvimento
de solucoes inovadoras baseadas em engenharia de dados e IA Avancada que
aumentem a efetividade dos modelos enquanto reduzem os custos computacio-
nais e o consumo energético, com impactos ambientais positivos.

Abstract. Large Language Models (LLMs), based on Artificial Intelligence (Al)
techniques, have revolutionized Natural Language Processing (NLP) and are
considered state-of-the-art for many practical NLP tasks such as text classifica-
tion, sentiment analysis, text summarization, and question-answering systems.
However, constructing and adapting these pre-trained models to specific tasks
(i.e., fine-tuning) requires extremely high computational costs, demanding speci-
alized hardware and energy infrastructure, with negative environmental impacts
regarding CO,emissions. Furthermore, the infrastructure needed to address
these challenges under the current paradigm used by big players — which we
refer to as the "More is Better Law”(more data, more hardware, more energy)
— is unsustainable and unappealing from a national competitiveness perspec-
tive. We lack the financial and human resources to compete on equal footing. In
this context, our challenge proposal is to confront the ”More is Better Law by
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developing innovative solutions based on data engineering and Advanced Al
that enhance model effectiveness while reducing computational costs and energy
consumption, yielding positive environmental impacts.

Desafio

Desenvolver novas solugdes sustentdveis que reduzam os altos custos computacionais,
financeiros e de consumo energético, e consequente 0 impacto ambiental, associados a
criacdo e ao ajuste-fino de Grandes Modelos de Linguagem (GMLs) utilizados em tarefas
de PLN por meio de solu¢des avancadas de Engenharia de Dados e de Inteligéncia Arti-
ficial. Este desafio conecta 3 dos grandes temas da chamada da SBC: (1) IA; (2) Ciéncia
dos Dados; e (3) Computacdo Sustentdvel. Potencialmente conecta também o tema (4)
Computacao Quantica pois existem solugdes preliminares para este desafio (e.g. selegao
de instancias) implementadas por nosso grupo com esse paradigma computacional [7].

Argumentacao

A Web permitiu que os usudrios desempenhassem um papel crucial, ndo apenas no con-
sumo, mas também na criacdo ativa de conteido. Isso vem resultando em volumes cada
vez maiores de dados disponibilizados na Web (incluindo as Redes Sociais), dificultando
a tarefa de encontrar de forma eficaz informagdes especificas. Organizar automatica e
adequadamente essas informacoes € portanto uma tarefa fundamental. Particularmente,
no caso de dados textuais, ainda o principal tipo de dado encontrado na Web e nas redes
sociais, tarefas de Processamento de Linguagem Natural (PLN), tais como Classificacdo
Automadtica de Documentos e Andlise de Sentimento tem se mostrado essenciais.

Técnicas de PLN testemunharam um avanco significativo na ultima década com
propostas de estratégias inspiradas em arquiteturas de Redes Neurais (Aprendizado
Profundo), incluindo as arquiteturas Transformers de 1* e 2* geragao, tais como RoBERTa
e BART [3, 5], e mais recentemente os Grandes Modelos de Linguagem (GMLs) (Large
Language Models - LLMs) como GPT e LLama [10]. Os GMLs constituem o atual
estado-da-arte em PLN, tendo alcancado resultados notdveis em diversas tarefas afim,
incluindo recuperacao de informacgdo, ranqueamento (ranking), € perguntas-e-respostas
(Q&A). Todavia, para alcancar esse notdvel desempenho, essas estratégias necessitam
de grandes quantidades de dados no estdgio de treinamento, muitas das vezes ruidosos e
enviesados, impactando significativamente o custo computacional.

De fato, uma questao fundamental relacionada ao treinamento ou adaptacdo para
tarefas especificas (i.e. ajuste-fino) de um modelo de aprendizagem profunda sdo os altos
custos computacionais e de infraestrutura energética que, por sua vez, geram um grande
impacto ambiental em termos de emissdo de carbono. A quantidade de energia e tempo
necessarios para realizar o ajuste dos parametros para otimizar a eficicia dos modelos
pode variar dependendo de diversos fatores, incluindo: (i) o tamanho e a complexidade do
modelo; (ii) o hardware especializado utilizado, como GPU e TPU (consumo energético);
e (ii1) a quantidade de dados. Como a maior parte da eletricidade mundial € gerada a
partir de combustiveis fosseis [9] o processo acima pode ser considerado diretamente res-
ponsavel pela liberagdo de di6xido de carbono no meio ambiente. Nesse contexto, Patter-
son et al. [13] destacam que a fase de pré-treinamento do GPT-3 consumiu 1.287 MW/h.
Esse consumo de energia resultou diretamente na emissao de pelo menos 552 toneladas
de CO,, equivalente ao consumo de um carro por cerca de 2,1 milhdes de quildometros.
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Na busca constante por solugdes mais efetivas, duas alternativas se destacam: (1)
tornar os modelos mais complexos (e.g., mais parametros) ou (2) aumentar a quantidade e
diversidade dos dados de treinamento, esbarrando por vezes em questdes €ticas, tais como
o uso de dados pessoais ou com direitos preservados (copyrighted). O comum as duas
alternativas € que ambas implicam no aumento de custos computacionais, energéticos e
ambientais. Atualmente, esse € o modelo mais utilizado pelo big players, o qual deno-
minamos de “Lei do Mais”: mais dados, mais hardware, mais energia. Trata-se de um
modelo que ndo € apenas insustentavel, mas também desinteressante do ponto de vista de
competitividade do Brasil a nivel internacional, uma vez que ndo dispomos dos mesmos
recursos financeiros e humanos que nagdes como os EUA e China, tdo pouco das grandes
companhias de TI do Vale do Silicio. Em suma, o cendrio que ilustramos envolve volumes
de dados em crescente expansdo, requisitos constantes de retreinamento, or¢amentos
multi-miliondrios e modelos de custo computacional e de energia de alta demanda.

A alternativa que advogamos em nossa proposta de Desafio vai na contra-mao da
“Lei do Mais”. De fato propomos como Grande Desafio para a comunidade nacional o
investimento no desenvolvimento de solucdes sustentdveis e de baixo custo (financeiro,
computacional e ambiental) para a criagdo e ajuste-fino de Grandes Modelos de Lingua-
gem utilizados em tarefas de Processamento de Linguagem Natural e de Recuperacao de
Informacdo. Particularmente, advogamos solucdes baseadas em (1) engenharia de dados,
incluindo pré-processamento [2, 14] e selecao de instancias [3, 4, 7, 6] , destinadas a
melhorar a qualidade e reduzir o volume dos dados de treinamento; e (2) estratégias de
IA Avangadas, tais como: (i) compressao de modelos [12] aplicadas para reduzir a com-
plexidade dos modelos de aprendizado profundo e (ii) aprendizado ativo [1], que também
foca na reducdo de treinamento com “humanos-no-circuito”(humans-in-the-loop).

Direcionamentos

Para enfrentar o desafio proposto, apontamos como direcionamento para a comunidade
nacional o desenvolvimento de novas solu¢des de engenharia de dados, e.g. selecdo de
instancias [4], aplicadas na construc¢do ou ajuste-fino de GMLs que sejam capazes de oti-
mizar trés restricoes simultaneamente: (i) reduzir o volume de dados de treinamento; (ii)
manter (ou mesmo melhorar) a eficacia removendo ruidos e redundancias do treinamento;
e (ii1) reduzir o tempo total de aplicacio de um modelo de ponta a ponta (que inclui
desde as etapas tradicionais de pré-processamento até a etapa de treinamento do modelo)
e, consequentemente, a emissdo total de CO,. Em situacdes especificas podemos incluir
um quarto requisito, que seria: (iv) permitir que os modelos sejam mais explicaveis.

Generalizando, € fato que basicamente todas as tarefas de PLN fundamentadas em
processos de aprendizado de maquina supervisionado e A enfrentam as questdes acima.
Dessa forma, solucdes para o desafio deverdo também beneficiar diversas outras areas, tais
como sistemas de busca e recuperacdo da informacao, sistemas de perguntas-e-respostas
e sistemas de recuperagdo baseados em aprendizado de ranqueamento.

Do ponto de vista de técnicas de inteligéncia artificial avangadas, destacamos trés
abordagens principais para o desafio: duas relacionadas a compressao de modelos [12]:
(i) quantiza¢do, um conjunto de técnicas que reduz a precisdo numérica dos pesos dos
modelos, geralmente convertendo valores em ponto flutuante para inteiros de 8 ou 4
bits; e (i1) poda (pruning), um conjunto de técnicas que elimina partes menos relevantes
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do modelo, como neurdnios e suas conexdes, funcionando como uma generalizacdo do
dropout. Ambas as abordagens resultam na reducao do tamanho dos modelos, otimizando
seu desempenho e eficiéncia. A terceira alternativa que acreditamos que tem bastante
potencial no contexto de reduzir a “Lei do Mais” é o Aprendizado Ativo (AA) que no con-
texto supervisionado busca selecionar um conjunto minimo de instincias nao-rotuladas
que, quando rotuladas pelo usudrio, produzem um modelo com eficicia igual (ou até
mesmo superior) se comparado a um conjunto completo de dados [1]. Diferentemente da
SI, o AA foca em dados ndo rotulados e utiliza conhecimento especializado do usuério
para a criag@o de conjuntos de treinamento minimos para o ajuste-fino de modelos.

Questoes Objetivas

1 - Por que o desafio proposto é relevante para o Brasil? Um exemplo pratico imposto
pelo uso de GMLs € o de empresas e grupos de pesquisa com restricdes orcamentarias,
especialmente em paises em desenvolvimento. Diferente de nacdes como os EUA e a
China, ou de grandes companhias do Vale do Silicio, que dispdem de vastos recursos
financeiros e humanos, no Brasil enfrentamos limita¢des significativas em ambas as
dimensdes. Isso afeta a capacidade de aplicar esses modelos em larga escala. Além disso,
¢ comum a necessidade de realizar milhares de experimentos para alcangar avancos
cientificos ou inovagdes praticas. Portanto, este projeto tem o potencial de expandir signi-
ficativamente a utilizacdo desses modelos, tornando-os mais acessiveis, a0 mesmo tempo
em que promove uma abordagem mais sustentavel e computacionalmente eficiente.

2 - Por que é viavel considerar a proposta um desafio? A redugdo dos custos de trei-
namento e ajuste de GMLs € uma questao de relevancia global considerando seu impacto
ambiental. Com o compromisso politico adequado e a alocac¢do de recursos necessarios,
o projeto € realizdvel dentro do periodo de dez anos, viso a tendéncia mundial tanto na
busca pela reducdo de custos quanto no aumento da ado¢do dessas tecnologias.

Nosso grupo vem trabalhando em algumas das dire¢des apontadas alcangando
relevantes resultados que demonstram a viabilidade de enfrentar este desafio com
tecnologia nacional. Destaca-se a tese de doutorado de Felipe Viegas, vencedora do
Prémio Capes 2024. A tese propde modelo um modelo simples, barato e criativo de
representacOes de texto — Cluwords — que aproveita a eficiéncia e a interpretabilidade
das representacOes (matriciais) tradicionais baseadas em frequéncias de palavras, ao
mesmo tempo que explora as capacidades semanticas de modelos modernos baseados
em embeddings de palavra. Esse modelo se mostrou tdo ou mais eficaz que modelos
do estado-da-arte baseado em Transformers, muito mais caros e complexos, em tarefas
como Modelagem de Tépicos e Andlise de Sentimentos [11, 15, 17, 16, 18]. Outro
exemplo notdvel é a tese de doutorado de Washington Cunha [8], focada em selecdo
de instancias, permitindo treinamento de modelos com conjuntos minimos de dados,
mantendo a efetividade. Mais especificamente, propomos e orquestramos novas etapas
de pré-processamento baseadas em engenharia de dados aplicadas a PNL, oferecendo
resultados tdo eficazes quanto o estado-da-arte com um tempo de treinamento até 6,1
vezes menor. Esses exemplos demonstram a viabilidade de enfrentar o desafio, com
fortes evidéncias de que o pré-processamento dos dados pode ser mais importantes que
trabalhar em modelos de IA para alcancar resultados mais eficazes a menor custo.

3 - Quem devera estar envolvido na sua solucao? Nossa proposta convida toda a
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comunidade cientifica brasileira a estar diretamente envolvida, com destaque especial
para Computacdo. Pesquisadores, engenheiros e profissionais dessa drea fornecerdo as
solugdes tecnoldgicas essenciais para o desenvolvimento do projeto, desde a otimizagdo
de algoritmos até a criagdo de infraestruturas computacionais mais sustentaveis. Além
disso, colaboracdes com outras areas do conhecimento além da computa¢do, como Ma-
temdtica e Ciéncias Ambientais, sdo necessdrias para integrar aspectos como eficiéncia
energética e impacto ambiental nas solu¢des propostas. Além disso, a colaboracio entre
universidades, centros de pesquisa, empresas e Orgaos governamentais serd essencial para
que a soluc@o proposta se concretize e para que o Brasil se destaque no cendrio global,
nao s6 pela adocdo de novas tecnologias, mas também por sua capacidade de propor
solugdes sustentdveis para os desafios da computacio de alta performance.

4 - Quais as iniciativas paralelas em outros Paises? Diversos paises ao redor do
mundo j4 estdo investindo em iniciativas para reduzir os custos e o impacto ambiental
do treinamento de GMLs. Nos Estados Unidos, empresas como OpenAl, Google
e Microsoft estdo desenvolvendo técnicas de otimizacdo que visam tanto a redugdo
do consumo de energia quanto a melhoria na eficiéncia dos modelos. A criacdo de
metodologias mais sustentdveis e a adocdo de energias renovaveis em data centers sao
algumas das medidas adotadas para mitigar os efeitos das emissdes de carbono. Na
Europa, paises como Itdlia, Alemanha e Franca estdo a frente em pesquisas que buscam
alternativas mais verdes para o desenvolvimento de IA. Projetos como FAIR AI' incluem
novos métodos de pré-processamento sustentaveis (Green-aware Al), oferecendo suporte
ao desenvolvimento de IA de forma mais eficiente e com menor impacto ambiental.
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