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Apresentacao

A Jornada de Atualizacdo em Informaética (JAI) ¢ um evento que se tornou referéncia na
apresentacdo de topicos relevantes para a pesquisa e desenvolvimento dentro do
Congresso da Sociedade Brasileira de computacdo. A JAI vem contribuindo de forma
significativa com a disseminacdo de conhecimento de ponta para os alunos,
profissionais e pesquisadores em Computacdo no Brasil. Em sua 41? edi¢do, sdo tratados
os temas processamento de linguagem natural e aprendizagem profunda; estratégias

ageis em projetos de PD&I; big data e economia circular; e blockchain.

O Capitulo 1 (Processamento de Linguagem Natural via Aprendizagem
Profunda) apresenta como técnicas de Aprendizagem Profunda podem ser utilizadas na
resolugdo de tarefas de Processamento de Linguagem Natural (PLN), tais como como
Classificacdo e Sumarizagdo de Sentencas, visando o beneficio do poder computacional
disponivel atualmente e da baixa necessidade de engenharia de fatures na utilizagao

destes modelos.

O Capitulo 2 (Estratégias Ageis Aplicadas a Projetos de PD&I: Da Teoria a
Pratica) discute os principais desafios, conceitos, relatos e estudos de caso da adogdo de
estratégias ageis, em particular o framework Scrum, em pesquisa cientifica voltada para

producdo de inovagdo tecnoldgica.

O Capitulo 3 (Big Data e Tecnologias Digitais Aplicadas a Economia Circular:
Oportunidades para Cadeias Produtivas mais Sustentaveis) mostra como big data e as
tecnologias digitais, tais como internet das coisas, computagdo em nuvem e blockchain,
desempenham um papel chave na economia circular, como atendem as necessidades
desses modelos de negoécio no contexto, contribuindo para os desafios atuais de

sustentabilidade.



O Capitulo 4 (Visitando na teoria e na pratica o Cartesi RollUps: para além das
limitagdes da Blockchain, uma solugdo de futuro para aplicativos descentralizados) trata
de uma tecnologia promissora- o Cartesi Rollups — que ¢ capaz de algar Blockchain ao
status de padrdo das aplicagdes na internet do futuro, minimizando suas limita¢des de

escalabilidade.

Agradecemos ao comité de programa e a todos os autores que submeteram
propostas. Tivemos cinco propostas submetidas e selecionamos quatro para serem
desenvolvidas como capitulos neste livro. Agradecemos também aos organizadores do
CSBC 2022 e toda a equipe de organizacdo pelo apoio na elaboragdo deste evento. Um
agradecimento especial ao coordenador local da JAI, prof. Celio de Albuquerque

Vinicius Neves.

Ficamos muito felizes com o resultado e esperamos que todos

aproveitem bastante!

Eliana Almeida (UFAL) e Flavia Maria Santoro (Inteli e UERJ)

Coordenadoras da JAI 2022
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Capitulo

1

Processamento de Linguagem Natural via Apren-
dizagem Profunda

Barbara Stéphanie Neves Oliveira, Luis Gustavo C. do Régo, Lucas Peres,
Ticiana L. Coelho da Silva, José Anténio F. de Macédo

Abstract

Humans need to communicate. Out of this basic need combined with the Web, a vast
amount of text has been generated on a daily basis. Given the presence of a lot of infor-
mation allocated in different resources, it becomes vital to enable machines to understand
spoken and written texts. This chapter presents how Deep Learning techniques can solve
Natural Language Processing (NLP) tasks (e.g., Text Classification and Sentence Summa-
rization), aiming to benefit from the computational power currently available and the low
need for feature engineering when using these models. Initially, some essential concepts
about NLP and Deep Learning are presented. Then, different pre-processing and textual
representation techniques are explained to be used as input in Deep Learning models.
Finally, it is shown how to apply the knowledge acquired in real applications of NLP.

Resumo

Seres humanos precisam de comunicacdo. A partir da juncdo dessa necessidade bdsica
com a Web, uma grande quantidade de texto tem sido gerada diariamente. Dada a pre-
senca de muitas informagoes alocadas em diferentes meios, torna-se vital permitir que
mdquinas compreendam textos falados e escritos. Este capitulo apresenta como técnicas
de Aprendizagem Profunda podem ser utilizadas na resolugdo de tarefas de Processa-
mento de Linguagem Natural (PLN), como Classificacdo e Sumarizacdo de Sentencas,
visando o beneficio do poder computacional disponivel atualmente e da baixa necessi-
dade de engenharia de features na utilizacdo destes modelos. Inicialmente, sdo apresen-
tados alguns conceitos importantes sobre PLN e Aprendizagem Profunda. Em seguida,
diferentes técnicas de pré-processamento e representacdo textuais sao explicadas a fim de
serem usadas como entrada em modelos de Aprendizagem Profunda. Por fim, é mostrado
como aplicar os conhecimentos adquiridos em aplicacées reais do PLN.
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1.1. Introducao

A comunicacio, como uma necessidade basica da condicdo humana, juntamente com a
existéncia da Web permitem que uma vasta quantidade de textos escritos e falados seja
gerada diariamente. Dado o conteddo textual presente em midias sociais, aplicativos
de bate-papo, e-mails, andlises de produtos, artigos de noticias, trabalhos de pesquisa
e ebooks, tornou-se vital a existéncia de um processamento automatico de textos a fim de
oferecer assisténcia ou tomar decisdes para diversas tarefas didrias.

A capacidade de entender textos ou dudios em linguagem natural por uma méaquina
¢ um problema que vem sendo investigado hd muito tempo [Chollet 2021]]. As primeiras
tentativas de construcdo de sistemas de Processamento de Linguagem Natural (PLN, de
Natural Language Processing ou NLP) foram feitas através da andlise intrinseca de lin-
guagens que sdo naturalmente moldadas por um processo de evolucdo (por isso o termo
“natural””). O PLN moderno envolve nao apenas a habilidade de entendimento de uma
linguagem como também possibilita, de forma automatica, a extragdo de informagdes por
meio de tarefas, tais como Classificacdo de Textos, Reconhecimento de Entidades Nome-
adas (NER, de Named Entity Recognition), Desambiguacdo do Sentido das Palavras, e
Part-of-Speech (POS) tagging.

Modelos de Aprendizagem Profunda, do inglés Deep Learning (também conhe-
cida como Aprendizado Profundo ou Redes Neurais Profundas), aprendem vérios niveis
de representacdo de complexidade/abstracdo dos dados de forma crescente. Vrios fato-
res evidenciam porque esses modelos tém sido amplamente usados em tarefas de PLN:
(i) exigem pouca engenharia de features; (ii) produzem representacdes vetoriais que cap-
turam similaridades de unidades linguisticas (palavras, por exemplo) presentes em textos,
permitindo que sistemas de PLN possuam uma espécie de dependéncia de conhecimento;
(ii1) permitem aprendizado ndo supervisionado ou semi-supervisionado, o que € impor-
tante quando se tem um grande volume de dados e nenhum rétulo; (iv) aprendem vé-
rios niveis de representacdo, possibilitando que o nivel mais baixo geralmente possa ser
compartilhado entre diferentes tarefas; e (v) naturalmente lidam com a recursividade da
linguagem humana, sendo capazes de capturar informagdes de forma sequencial.

O uso de modelos de Aprendizagem Profunda no PLN iniciou-se com a investiga-
cdo da capacidade de compreensao de linguagem por Redes Neurais Recorrentes (RNNs,
do inglés Recurrent Neural Networks) e redes LSTM (Longest Shortest Term Memory)
[Hochreiter and Schmidhuber 1997]]. Essas duas arquiteturas dominaram o PLN de forma
geral de 2015 a 2017, uma vez que processam textos de comprimento varidvel. Os mo-
delos LSTM bidirecionais, em particular, definiram o estado da arte em muitas tarefas
importantes, desde Sumariza¢do de Textos até Traducdo Automatica. Contudo, por volta
de 2017 e 2018, uma nova arquitetura surgiu para “substituir” as RNNs: o Transformer
[Vaswani et al. 2017]], que permitiu um progresso consideravel do PLN em um curto pe-
riodo de tempo.

O objetivo deste capitulo ndo é expor todas essas aplicacdes e arquiteturas de
forma abrangente. Em vez disso, o foco estd em como aplicar de forma prética represen-
tacOes textuais existentes e obtidas através de técnicas de Aprendizagem Profunda para
resolver problemas de PLN. Este capitulo aborda ainda as diferentes etapas de processa-
mento de textos realizada antes de treinar uma rede neural para uma tarefa de PLN. Ao
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longo do capitulo, o leitor ird se familiarizar com as diferentes representagdes textuais que
existem na literatura, desde a forma mais tradicional por bag-of-words, até representacoes
via word embeddings. Apresentadas as principais representagdes textuais, este capitulo
explorard duas tarefas de PLN populares e representativas: Classificacdo de Textos (ou
Andlise de Sentimentos) e Sumarizagdo de Sentencas, que basicamente classificam con-
teddos de textos e abreviam certos tipos de frases, respectivamente.

Em suma, este capitulo estd organizado da seguinte forma: a Secdo [I.2] apresenta
os conceitos preliminares para entendimento deste capitulo. A Se¢do [[.3|fornece um ro-
teiro de como alimentar uma rede neural com textos para treinamento de uma tarefa de
PNL. A Secdo|l.4|introduz as vérias formas de representacao de textos em vetores numé-
ricos presentes na literatura. A Secdo[I.5]discute como construir uma boa representagao
textual em tarefas de PLN. A Secdo [[.6] exemplifica, por meio de tarefas de PLN, o uso
de redes neurais profundas como mecanismo de solucdo. Por fim, as Sec¢des e[l.§
apresentam alguns desafios de pesquisa e as consideracdes finais, respectivamente.

1.1.1. Tecnologias Utilizadas

Ao longo deste curso, muitas tecnologias foram empregadas no desenvolvimento dos c6-
digos relacionados a cada um dos conceitos apresentados e das tarefas de PLN utilizadas
como exemplos.

A linguagem Python na versao 3.8 foi utilizada em notebooks Colaboratory ou,
apenas, Colalfl Notebooks sao paginas Web que permitem a escrita e execuc¢ao de codigo
em um mesmo documento.

Para auxiliar no desenvolvimento do c6digo, as principais bibliotecas foram utili-
zadas:

Nump)ﬂ adiciona suporte para trabalhar, de forma eficiente, com vetores e matrizes
numéricas, bem como fung¢des otimizadas para essas estruturas.

Kerasﬂ proveé interfaces para a criacdo, treinamento e avaliacao das principais estru-
turas de redes neurais artificiais. Foi construida utilizando como base a biblioteca
TensorFlowf]

Scikit-leamE] contém os principais algoritmos para diferentes tarefas de Aprendiza-
gem de Mdaquina, como Classificacdo e Regressao.

Matplotlibﬁ e Seabor utilizadas para construcdo de graficos.

A biblioteca spaCyE] € NLTKE| também foram utilizadas, bem como o framework

https://colab.research.google.com
Zhttps://numpy.org/
3https://keras.io/
Yhttps://www.tensorflow.org/
Shttps://scikit-learn.org/stable/
Shttps://matplotlib.org/
"https://seaborn.pydata.org/
8https://spacy.io/
https://www.nltk.org/
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ﬂairNLPm> para trechos de c6digos que envolvem o uso de modelos de PLN mais mo-
dernos, além de outras bibliotecas tradicionais da linguagem Python, como string e
unicode.

1.2. Preliminares

A presente secdo apresenta um histérico de como diferentes arquiteturas de Aprendiza-
gem Profunda se relacionam com problemas de PLN. Além disso, sdo descritos alguns
conceitos bdsicos sobre redes neurais e algumas das arquiteturas mais tteis no contexto
do Processamento de Linguagem Natural.

1.2.1. Breve Historico do Uso de Aprendizagem Profunda no PLN

A linguagem natural é complexa, ambigua, e estd em constante mudanga. Se para um ser
humano € preciso de tempo e estudo para entender o sistema de principios, condicdes e
regras que formam os elementos ou propriedades de todas as linguas, criar algoritmos que
possam dar sentido a linguagem € uma das, se ndo a mais inerente e importante, frente do
PLN.

Além disso, ndo existe um idioma universal. A linguagem também ndo € flexi-
vel a formalizagdo, isto €, ndo € trivial criar um conjunto complexo de regras que defina
inteiramente o Portugués, o Inglés, o Japonés, ou esses trés idiomas juntos, por exem-
plo. Apés varias décadas de esforco para a criacdo de regras manuais para certas linguas
[Chollet 2021]], hoje, o PLN usa técnicas de Aprendizagem Profunda e grandes conjuntos
de dados para que seja possivel ndo s6 entender uma linguagem, como também solucionar
diferentes problemas, como:

Classificacao de Texto. "Qual é o tema deste texto?", "Esta noticia é verdadeira
ou falsa?"

Reconhecimento de Entidade Nomeada. "Como extrair o nome de todas as pes-
soas e lugares presentes nesta pagina?"

* Language Modeling. "Qual deve ser a proxima palavra nesta frase incompleta?"

* Sumarizacio. "Como vocé resumiria este artigo em um pardgrafo?"

A Figura|[I.T|resume a evolucdo da drea de Processamento de Linguagem Natural
durante a era da Aprendizagem Profunda. A partir dos anos 2000, redes neurais comeca-
ram a ser utilizadas para a tarefa de Language Modeling, que visa prever a proxima pa-
lavra em uma sentenga tomando como base as palavras anteriores [Bengio et al. 2000b].
Ja na dltima década, pesquisas em PLN tiveram avancgos considerdveis principalmente
a partir da introdugdo do algoritmo Word2Vec [Mikolov et al. 2013]. O modelo trouxe
uma nova forma de representar relagdes e similaridades entre termos através de vetores
de palavras, ao demonstrar que palavras similares estariam proximas umas as outras em
um mesmo espago vetorial (ou espago/plano Euclidiano), de dimensao finita. Apesar de
existirem modelos mais recentes, o0 Word2Vec ainda € uma escolha popular e amplamente
utilizada hoje.

Ohttps://github.com/flairNLP/flair
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Vetores de palavras
(Word embeddings) Modelos pré-treinados
2013 2018
Language Models Aprendizado seq2seq
2003 2014

/

Aprendizagem Multitarefa Mecanismos de Atengao
2008 2015
Redes Neurais para PLN
2013

Figura 1.1. Avancos na area de PLN e Aprendizagem Profunda ao longo do
tempo. Adaptado de [Louis 2020].

Durante o apogeu do Word2Vec, também em 2013, ocorreu o marco da adog¢do de
modelos de redes neurais no PLN, em particular dois tipos bem definidos: Redes Neu-
rais Recorrentes (RNNSs, de Recurrent Neural Networks) e Redes Neurais Convolucionais
(Convolutional Neural Networks ou CNNs). Gracas a sua arquitetura, RNNs tornaram-se
renomadas por lidar com sequéncias de entrada (como frases e pardgrafos) de forma di-
namica e por possuir uma caracteristica de recorréncia, que permite representar a ordem
das palavras e seu efeito em palavras anteriores e posteriores. Ao mesmo tempo, as re-
des CNNs que estavam comecgando a ser amplamente adotadas pela comunidade de Visao
Computacional, também comecaram a ser aplicadas em PLN. A vantagem de usar CNNs
para lidar com sequéncias de texto é que elas sdo mais paralelizdveis do que RNNs.

Uma outra desvantagem das RNNs abre caminho para o problema da perda de
informacdes através do cdlculo dos gradientes. Como essas redes sdo muito profundas,
os erros retro-propagados podem ser, potencialmente, nimeros cada vez menores, resul-
tando em um longo processo de treinamento ou simplesmente nenhum treinamento depois
de um certo periodo de tempo. Um problema similar ocorre quando os erros sao muito
grandes, ocasionando no problema da explosdo dos erros dos gradientes, fazendo com
que os pesos ndo possuam nenhuma representacdo significativa. Para tentar mitigar os
problemas das RNNs, unidades de memoria de longo e curto prazo (long short-term me-
mory ou LSTM) foram introduzidas. As conhecidas redes LSTM possuem a capacidade
de detectar dependéncias de longo prazo nos dados. No contexto de PLN, isso significa
que elas sdo capazes de analisar sentengas/textos cada vez maiores e ndo “esquecer’ das
representacdes aprendidas previamente.

Em 2014, [Sutskever et al. 2014al] prop6s uma abordagem chamada de sequence-
to-sequence learning (aprendizado de sequéncia a sequéncia ou, apenas, seq2seq), que
mapeia uma sequéncia para outra usando uma rede neural. A tarefa de Traducdo de Texto
€ uma referéncia cléssica de sequence-to-sequence learning, por exemplo. O progresso

12
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com essa abordagem foi tdo significativo que o Google anunciou em 2016 que estava
substituindo oficialmente seus modelos de Tradu¢do Automadtica por um modelo neu-
ral sequence-to-sequence. Arquiteturas que utilizam redes neurais RNN ou LSTM para
um problema sequence-to-sequence, quando recebem uma sequéncia como entrada, as
transformam em um vetor (operagdao chamada de codificacdo), realizam as operacdes ne-
cessdrias e transformam o vetor resultante em uma sequéncia (operagdo chamada de de-
codificacdo). Como essas operagdes sdo praticamente etapas bem definidas, esse modelo
acabou sendo cunhado como codiﬁcador—decodiﬁcadoﬂ [Sutskever et al. 2014Db]].

Uma das barreiras encontradas para esse tipo de modelo € a sua limitagdo no
tamanho das sequéncias das representacdes internas das palavras (vetores utilizados na
codificacdo). O codificador comprime toda a sentenca de origem em um Unico vetor, o
que pode ser muito complicado de calcular porque o ndmero de significados possiveis €
infinito. Quando o codificador € for¢ado a colocar todas as informagdes em um tnico
vetor, é provavel que ele “esqueca” alguma coisa.

Mecanismos de aten¢do [Bahdanau et al. 2014] de certa forma tratam com esse
problema e foram propostos tentando mimetizar a forma com que humanos lidam com
frases em geral: atentando-se apenas para trechos especificos de uma sentenca por vez e
ndo ao texto inteiro. Nas RNNs, por exemplo, é considerado apenas o dltimo estado do
codificador no modelo codificador-decodificador (ou seja, apenas as ultimas palavras de
uma sequéncia de entrada); na abordagem utilizando mecanismos de atencdo, todos os
estados do codificador sdo considerados em cada etapa de decodificacdo. Dessa forma, €
possivel acessar informacdes sobre todos os elementos da sequéncia de entrada.

De fato, mecanismos de atencao extraem informacgdes de toda a sequéncia de en-
trada a partir da média ponderada usada como uma espécie de pontuacgdo (score) de todos
os estados passados do codificador, permitindo que o decodificador atribua maior impor-
tancia a um determinado elemento da entrada para cada elemento da saida. O mecanismo
€ potencialmente ttil para qualquer tarefa que exija a tomada de decisdes com base em
certas partes da entrada. A limitacdo desses mecanismos de atencdo estd relacionada ao
seu tempo de treinamento, uma vez que para analisar um determinado elemento de en-
trada, todos os seus elementos anteriores devem ter sido analisados, tornado o treinamento
dessas redes demorado e computacionalmente custoso.

A arquitetura Transformer [Vaswani et al. 2017/]] (e suas variagdes) € o atual estado-
da-arte para tarefas de PLN. Esse modelo foi pensado exclusivamente para a tarefa de
Traducao de Texto e extrai informagdes de cada palavra utilizando mecanismos de auto-
atencdo (self-attention) para inferir a importancia de todas as palavras de uma sequéncia
em relacdo a palavra que estd sendo analisada, sem nenhuma unidade de RNN envolvida
na operacdao. Em suma, mecanismos de auto-atencao sao usados para observar as palavras
ao redor (contexto) em um texto, para obter representacdes de palavras mais contextual-
mente sensiveis. Modelos Transformers utilizam apenas os scores e fungdes de ativacao
para que a arquitetura como um todo possa ser altamente paralelizavel e eficiente.

A tltima grande inova¢do no mundo do PLN sdo, sem duvida, os grandes Lan-

"'Também é conhecido por modelo encoder-decoder na literatura e serd abordado com mais detalhes na

Secao|[L.6.1}

13



In: ALMEIDA, E. S.; SANTORO, F. M. (org.). 412 Jornada de Atualizagdo em Informatica. Porto Alegre: SBC, 2022

guage Models (LMs, ou Modelos de Linguagem) pré-treinados. Embora tenham sido
propostos pela primeira vez em 2015 [Dai and Le 2015], apenas recentemente que mos-
traram uma grande melhoria em relagdo aos métodos de dltima geracao para uma gama
diversificada de tarefas. Os vetores de saida de LMs pré-treinados podem ser usados como
features para um modelo final ou LMs pré-treinados podem ser ajustados aos dados da ta-
refa de destino, ja que permitem um aprendizado eficiente com significativamente menos
dados.

1.2.2. Conceitos Basicos de Redes Neurais

Imagine duas folhas de papel colorido: uma vermelha e outra azul. Coloque uma em
cima da outra e amasse-as juntas em uma pequena bola. Considere que essa bola de
papel amassada sd@o os dados de entrada, e cada folha de papel € uma classe em um
problema de classificacdo. O que uma rede neural deve fazer € descobrir uma forma de
transformacdo da bola de papel que a desamassaria, de modo a tornar as duas classes
separdveis novamente (veja a Figura|l.2). Com a Aprendizagem Profunda, isso seria
implementado como uma série de transformacdes simples, como aquelas que poderiam
ser aplicadas na bola de papel com os dedos, um movimento de cada vez.

Figura 1.2. Desamassando uma variedade complicada de dados. Fonte: [Chollet 2021].

A Aprendizagem Profunda, também conhecida como Aprendizado Profundo (ter-
mos oriundos da expressdo em ingl€s Deep Learning), ¢ uma subdrea do Aprendizado de
Miquina que combina dezenas ou até centenas de camadas sucessivas de representagcoes
de processamento ndo linear para extrair e transformar atributos de entrada em mode-
los preditivos, chamados de redes neurais [Zhang et al. 2018|]. Em suma, redes neurais
profundas possuem uma estrutura matematica que aprende representacdes em varios es-
tdgios: as camadas mais proximas aos dados aprendem caracteristicas simples, enquanto
as de alto nivel aprendem caracteristicas mais complexas, sendo estas derivadas das ca-
madas anteriores.

Apesar de modelos de Aprendizagem Profunda serem comumente chamados de
redes neurais, estes métodos originaram-se como modelos de Aprendizagem de Médquina
inspirados em neurdnios bioldgicos. A flexibilidade dessas estruturas as tornaram ideais
para tarefas complexas e, principalmente, que envolvem dados ndo estruturados, como
imagens, sons, videos e textos.

As primeiras versoes das redes neurais eram extremamente simples e capazes de
realizar apenas cdlculos l16gicos basicos [McCulloch and Pitts 1943]]. Com o passar dos
anos, essas primeiras arquiteturas evoluiram para o Perceptron [Rosenblatt 1958]. A Fi-
gura apresenta a unidade bdsica de um Perceptron, chamada de Unidade Logica de
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Limiar (do inglés, TLU). Essa unidade recebe entradas numéricas x e as associa a pesos w
ao aplicar uma soma ponderada. Em seguida, uma funcio degrau € aplicada ao resultado
dessa soma. A expressio h,,(x) = degrau(z), onde z = x”w e degrau(z) é a fungio de
Heaviside, apresenta como as entradas sdo processadas em uma TLU.

Saida: hy(x) = degrau(x'w)

| Fungao degrau: degrau(z)

Z Soma ponderada: z = xTw
W+ Wo w3 Pesos

X1 X2 X3  Entradas

Figura 1.3. Unidade Logica de Limiar (TLU). Adaptado de [Geron 2019].

Um Perceptron basicamente € uma estrutura formada por apenas uma camada
de entrada e uma camada de TLUs, onde todas as TLUs estdo ligadas a todas as en-
tradas. O Perceptron também conta com um tipo adicional de neur6nio chamado viés
(bias), conectado a todas as TLUs. A Figura[l.4 mostra um exemplo de Perceptron. De
forma similar a TLU, € possivel calcular a saida de um Perceptron utilizando a férmula
hw»(X) = @(XW +b), onde W é a matriz dos pesos que ligam as entradas a todas as
TLUs, X € a matriz de entradas, b € o valor do neur6nio de viés, e ¢ a fungdo de ativacio
das TLUs.

Para treinar um Perceptron, deve-se aplicar a seguinte regra de aprendizado apds
o fornecimento de uma instancia dos dados de treinamento:

proxima_iteracao

Wi j =wij+ 10y —j)xi (1)

onde

* w; j € 0 peso entre a entrada i e a TLU },

n € a taxa de aprendizagem,

* yj € o valor real da saida,

y; € o valor estimado pelo Perceptron como saida,

¢ x; é o valor da entrada i.
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i| Camada de saida

Neurbnio de viés = ===

. 4
Neurdnio de entrada

1
g
b
l :| Camada de entrada
(passagem) X1 X2

Entradas

Figura 1.4. Arquitetura de um Perceptron. Adaptado de [Geron 2019].

O cédigo do Programa(I.2.T|utiliza a implementacdo da biblioteca Scikit-learn de
um Perceptron para classificar diferentes tipos da planta Iris.

Programa 1.2.1. Predicéo do tipo de planta iris utilizando um Perceptron simples.
Adaptado de [Geron 2019].

import numpy as np
from sklearn.datasets import load_iris
from sklearn.linear model import Perceptron

iris = load_4iris ()
X = iris.datal[:, (2,3)]
y = (iris.target == 0) .astype (np.int)

per_clf = Perceptron()
per_clf.fit (X, vy)
y_pred = per_clf.predict([[2, 0.5]1])

Uma das principais limitacdes dos Perceptrons € o fato de ndo conseguirem resol-
ver problemas relativamente simples, como o problema de classificagdo da porta 16gica
XOR. O Perceptron Multicamada (do inglés, MLP) surge como uma evolug¢do do Per-
ceptron convencional. A estrutura de uma MLP € formada por uma camada de entrada,
n camadas empilhadas de TLUs, chamadas de camadas ocultas (hidden layers), e uma
camada adicional de TLUs que representa a saida da MLP. A Figura [I.5] apresenta uma
MLP simples com uma camada oculta. Quando uma MLP possui mais do que duas cama-
das ocultas, € considerada uma DNN (sigla para a expressao Rede Neural Profunda em
inglés).
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y I g
s s 5 Camada de saida

Camada oculta

Camada de saida

]
N
/}

Figura 1.5. Arquitetura de um MLP com duas entradas e uma camada oculta.
Adaptado de [Geron 2019].

Um dos conceitos mais importantes associados as DNNs € o algoritmo de retro-
propagacdo (backpropagation) [Rumelhart et al. 19835] utilizado para treina-las. Esse al-
goritmo pode ser dividido em duas etapas: o forward pass € o backward pass. Na etapa
de forward pass, a DNN recebe um batch (lote) de instancias de dados e calcula seus
resultados apds a interagdo com todas as suas camadas. Em seguida, o algoritmo calcula
o erro entre a saida gerada pela rede e a saida esperada presente nos dados, e utiliza esse
resultado para calcular como cada peso da DNN contribui com esse erro encontrado. Por
fim, o algoritmo executa um passo de gradiente descendente para atualizar todos os pesos
da rede neural.

Um outro fator importante que diferencia um Perceptron de uma DNN sdo as fun-
coes de ativagdo utilizadas em cada neurdnio (TLU): as redes profundas utilizam funcdes
de ativacao nao lineares, como tangente hiperbélica e linear retificada (ReLU) para apro-
ximar qualquer funcdo continua. O trecho de c6digo a seguir exemplifica a utilizagdo de
uma DNN ao construi@ uma rede capaz de classificar diferentes frases contendo, em
geral, uma conotacio de sentimentos positivos ou negativos.

O Programa([l.2.2]cria uma DNN com quatro camadas para o problema de Andlise
de Sentimentos de frases: a primeira recebe um vetor de TF-IDF (detalhes na Segao[I.4.1)),
que por sua vez € utilizado como entrada para a rede. A segunda e terceira camadas sao
criadas em um formato denso, isto €, com todos os seus neurdnios conectados a todos
os neurdnios da camada anterior, com cinco (5) neurdnios cada e funcdo de ativagdo
ReL.U. Por fim, a quarta camada densa com dois (2) neur6nios utiliza a fun¢do de ativacio
softmax para informar qual classe a frase de entrada tem mais chances de pertencer, se
zero (0), para frases com sentimentos negativos, ou um (1), para frases com sentimentos
positivos.

12 A importacio e divisdo dos dados serdo omitidos para que se possa focar apenas na DNN.
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Programa 1.2.2. Criag¢ado, compilacao e treinamento de uma rede neural profunda
com duas camadas escondidas com cinco (5) neurdénios cada.

import tensorflow as tf
from tensorflow import keras

model = keras.models.Sequential ()

model.add (keras.layers.Flatten())

model.add (keras.layers.Dense (5, activation="relu"))
model .add (keras.layers.Dense (5, activation="relu"))
model .add (keras.layers.Dense (2, activation="softmax"))

model.compile (loss="sparse_categorical_ crossentropy",
optimizer="sgd", metrics=["accuracy"l])

history = model.fit (X_train, y_train, epochs=30)

Uma vez que a DNN ¢€ criada com a biblioteca Keras, é preciso configurar o mo-
delo para treinamento através da fungdo compile (), definindo, por exemplo, qual a
funcdo de perda (loss), otimizador e métricas que serdo utilizadas. A entropia cruzada
(do inglés, cross-entropy) foi utilizada no Programa[I.2.2] como fungédo de perda, pois as
classes possiveis de saida s@o discretas e exclusivas. Para treinar o modelo, € usado um
gradiente descendente estocastico (pardmetro "sgd"). Por fim, como métrica de avalia-
cdo, utiliza-se nesse exemplo a acuricia ("accuracy™"), finalizando a etapa de backward
pass. Para treinar o modelo criado, basta chamar a fungdo fit (), passando os dados
utilizados e a quantidade de épocas que o modelo serd otimizado. Um ciclo que passa
pelos exemplos de treinamento da rede é chamada de época. As épocas sdo repetidas até
ocorrer uma convergéncia, isto €, um ponto no treinamento apds o qual as mudancas cal-
culadas com a métrica de avaliagdo tornam-se menores € os erros produzidos pelo modelo
(computados pela fung¢do de perda) sdo minimos.

O Perceptron multicamada € indicado para tarefas onde tém-se, essencialmente,
entradas de tamanho fixo e que resultam em saidas discretas. Para problemas com en-
tradas em forma de sequéncias, como dudios, textos ou videos, essas arquiteturas mais
simples ndo sdo as mais indicadas. Para esse tipo de problema com entradas muito lon-
gas, ¢ comum o uso de arquiteturas chamadas de Redes Neurais Recorrentes.

A semelhanca entre MLPs tradicionais e RNNs é que estas tltimas também pos-
suem conexdes para neurdnios de camadas anteriores. Essas conexdes sdo capazes de
modelar informagdes anteriores de uma determinada sequéncia de entrada. A Figura[l.6|
(a esquerda) mostra um tnico neurdnio, com uma ligacdo adicional da sua saida para sua
entrada. Isso significa que a cada passo de tempo 7, este neurdnio recebe como entrada o
trecho da sequéncia x; e o trecho anterior x;_; que vem do passo de tempo anterior (¢ — 1).
Esse processo € realizado recursivamente até o passo de tempo ¢ = 0. A Figura [[.6] (a
direita) também ilustra como as autoconexdes de um neurdnio funcionam ao longo do
tempo.

Da mesma forma em que € criada uma camada de neur6nios ‘“convencionais” em
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Figura 1.6. Unidade RNN (a esquerda) e unidade RNN desenrolada (a direita)
Adaptado de [Geron 2019].

uma MLP, é possivel criar uma camada de neurdnios com novas autoconexdes, como
exemplificado na Figura

» Tempo
Figura 1.7.

Rede neural com uma camada de unidades RNN (a esquerda)
e a mesma rede desenrolada ao longo do tempo (a direita)
[Géron 2019].

Adaptado de

Para treinar uma RNN, deve-se aplicar a seguinte regra de aprendizado apds for-
necer todas as entradas do intervalo de tempo ¢ dentro de uma matriz X;

Y, = ¢([X,Y,—1]W +b)
onde

2)

* Y; € a matriz de saidas da RNN no intervalo de tempo ¢
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X; é a matriz de entradas da RNN no intervalo de tempo ¢,

Y;_1 € a matriz de saidas da RNN no intervalo de tempo ¢t — 1,

Wyl . ) . N S e
W= {Wx ] € o empilhamento dos pesos relacionados as entradas X; e as saidas ¥;_1,
y

b € o vetor de neurdnios de viés.

Quando ¢ preciso lidar com sequéncias longas, células RNN tendem a crescer
bastante ao longo do tempo. Isso é um potencial problema, dado que torna o treinamento
computacionalmente custoso, demorado e instdvel. Um outro problema que surge quando
lida-se com sequéncias longas € a perda de informag¢des do comeco da sequéncia por parte
da RNN. Um exemplo real disso ocorre quando uma rede tenta traduzir uma sentenca
muito longa e perde informacdes do comego da frase.

Para algumas tarefas onde a ordem das entradas (ordem das palavras em um texto,
por exemplo) s@o importantes, o uso de RNNs bidirecionais (BiRNNs) podem trazer um
ganho significativo a performance do modelo. Uma BiRNN € composta por duas RNNs
convencionais, em que uma processa a sequéncia de entrada em sua ordem natural, e a
adicional processa a sequéncia em sua forma inversa. No final, é feito uma operacdo de
concatenacdo das representacdes das duas RNNs. Dessa forma, uma BiRNN consegue
capturar padroes que uma RNN convencional ndo consegue sozinha.

Alguns novos tipos de células baseadas em RNNs foram desenvolvidas para miti-
gar esses problemas. Dentre elas, a mais famosa € a célula de LSTM. A Figura|l.8|apre-
senta, de forma simplificada, uma célula LSTM. Comparando-a com uma célula RNN,
como a da Figura[I.6] células LSTM possuem algo extra, visto que adicionam uma divi-
sdo em seu estado: o vetor /i, representa o estado de curto prazo e o vetor ¢(;) representa
o estado de longo prazo.

Y(t-3) Y(t-2) Y(t-2) y(t)

Figura 1.8. Unidade LSTM (a esquerda) e unidade LSTM desenrolada (a direita).
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1.3. Preparaciao de Dados Textuais

Como o texto, em particular, origina a maior parte das comunicagdes e da producio cul-
tural da humanidade, nio € coincidéncia que ele também sirva de base para a criacdo de
conjuntos de dados textuaiﬁ, os quais sdo chamados de corpus linguisticos. Assim,
em PLN, os modelos de Aprendizagem Profunda reconhecem padrdes que possam ser
aplicados a palavras, frases e/ou pardgrafos inteiros.

Porém, ndo é possivel alimentar modelos com palavras ou textos. Informacoes
algébricas (ou seja, vetores numéricos) € que normalmente sdo extraidas de um corpus
como forma de representar unidades linguisticas, especialmente, palavras. A represen-
tacdo vetorial de uma palavra pode ser obtida mediante um procedimento chamado de
text-vectorization (vetorizagdo do texto), que pode ser feito de varias maneiras. Dentre
elas, segmentar o texto em palavras ou caracteres, ou at€é mesmo extrair n—gram e
transformar essas “partes” do texto em vetores [Chollet 2021]].

Embora existam diversas formas de processar e preparar dados textuais para se-
rem utilizados em modelos de Aprendizagem Profunda, quase todos seguem um mesmo
padrdo:

* Primeiramente, o texto deve ser padronizado, convertendo todas as letras em mi-
nﬁsculaﬁ e removendo pontuacdes;

* Em seguida, é necessdrio dividir o texto em vdrias partes, chamados de tokens. Esse
processo é conhecido como tokenizacao;

2

* Por fim, os tokens devem ser transformados em representacdes numéricas. E co-
mum que sejam utilizadas estratégias de indexacao e de embeddings.

Seguindo esse roteiro, os dados em formato numérico podem ser usados para ali-
mentar o modelo neural a ser treinado para alguma tarefa de PLN. A seguir, € explicada
de forma mais detalhada cada caso.

1.3.1. Padronizacao

E comum que existam sentengas que apresentam uma mesma informacio, mas que pos-
suem estruturas diferentes. Suponha as seguintes frases: “Olha sé! Como PLN ¢é legal!
Estava estudando esses dias”, “Olha so, como PLN ¢ legal! Estive estudando esses dias”,
e “olha so como pln eh legal, estudei esses dias”. Apesar da informacgdo passada ser a
mesma, as frases podem muito bem ter sido escritas por trés pessoas diferentes: uma
mais animada, outra cética e outra mais informal, respectivamente.

Ainda utilizando o exemplo anterior, daria mais trabalho para um modelo aprender
que PLN e pln tratam-se da mesma sigla, ou que s6 e so na verdade sao um mesmo termo.

13Mesmo se a tarefa de PLN envolva fala ou dudios, uma transcricio é feita para que os arquivos de sons
sejam convertidos em documentos textuais.

14 N-grams (N-gramas) sdo grupos formados por n palavras ou caracteres consecutivos de uma determi-
nada amostra de texto.

ISPor convengio, a transformagido de todas as letras em mintsculas é utilizada, mas a conversio para
letras maidsculas também € aceita.
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A ideia principal da padronizacdo é diminuir as diferencas entre textos que apresentam
informacdes similares, permitindo assim que modelos nio se preocupem em aprender tais
detalhes.

Uma das estratégias mais bésica e direta €, simplesmente, remover a pontuagao e
colocar os caracteres para minusculo. Tal modificagdo tornam as frases bem mais seme-
lhantes. Outra estratégia também comum € trocar as letras e vogais com acentos por suas
versdes sem acento, o que auxilia quando € trabalhado com dados de redes sociais, por
exemplo, onde ndo é comum a formalidade de escrita. Uma forma simples de aplicacao
do processo de padronizagdo é apresentada no Programa

Programa 1.3.1. Padronizacao da sentenca “O gato cacou o rato!”.

import string
from unidecode import unidecode

def standardize (text) :
text = unidecode (text.lower ())
return "".join (char for char in text
if char not in string.punctuation)

standardize ("O gato cagou o rato!")
# 'o gato cacou o rato'

1.3.2. Tokenizacao

Uma vez padronizado, € necessdrio quebrar o texto em unidades a serem vetorizadas.
Dividir um texto em unidades distintas (palavras, caracteres ou n-grams) nada mais € do
que tokenizar este texto [Webster and Kit 1992]]. Em geral, € mais comum dividir o texto
em palavras ou n-grams.

Existem dois tipos principais de estratégias para formar embeddings (vetores):
aquelas que utilizam a sequéncia de tokens para agregar uma informacgdo de contexto
e ordem (chamados de modelos sequenciais), e aqueles que importam-se apenas com a
ocorréncia e frequéncia dos fokens (chamados de modelos bag-of-words). Essas estraté-
gias sdo apresentadas e explicadas com mais detalhes na Sec¢ao|l.4

Para os modelos sequenciais, € comum que os fokens sejam criados a nivel das
palavras, para poder processar a formagdo do texto. Em contrapartida, para os mode-
los de bag-of-words, € comum que a tokenizagdo seja feita a nivel de n-grams a fim de
contar/identificar a presenca de termos e expressdes. O processo de tokenizagao € repre-
sentado de forma simplificada no Programa(l.3.2]

Entretanto, vale ressaltar que existem palavras que diferem de outras apenas por
sufixos flexionais, modificando seu gé€nero, nimero, grau, etc., como em presidente e
presidenta, estava e estive, casa e casas. Removendo esses elementos linguisticos e re-
duzindo as palavras aos seus radicais (stem), tem-se o processo chamado de stemming
ou estemizagdo. Para esse procedimento, existem fun¢des prontas da biblioteca NLTK,
conforme o cddigo exemplo no Programa Note como as frases distintas parecem
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Programa 1.3.2. Padronizacao e tokenizacao da sentenca “O gato cacou o rato!”.
Os tokens obtidos sao a nivel das palavras.

def tokenize (text):
text = standardize (text)
return text.split ()

tokenize ("O gato cagcou o rato!")
# ['o', 'gato', 'cacou', 'o', 'rato']

ainda mais semelhantes se comparados os stems ao invés das proprias palavras.

Programa 1.3.3. Estemizacao das sentencas “Os gatos cacaram os ratos” e “O
gato cacou o rato”. Ambas retornam os mesmos stems quando aplicada a fun-
¢ao stem: o, gat, cac, o, e rat.

from nltk.stem.snowball import PortugueseStemmer
stemmer = PortugueseStemmer ()

def stem(text):
return [stemmer.stem(w) for w in tokenize (text)]

stem("Os gatos cagaram os ratos")
# ['os', 'gat', 'cac', 'os', 'rat']

stem ("O gato cagou o rato")
# ['o', 'gat', 'cac', 'o', 'rat']

As vezes torna-se necessario nio s6 remover sufixos flexionais, como também
manter algumas dessas informagdes (tempo verbal, por exemplo) ou, até mesmo, mapear
os sfems para uma outra palavra que melhor os represente (o stem da palavra casaram
poderia ser, por exemplo, casar, dando uma resposta diferente do stem de casas, que seria
casa). Esse processo € conhecido como lematizacdo (lemmatization). Para conseguir
realizar esse processamento, sido necessarios modelos ou técnicas mais complexas. E
possivel realizar a lematizagdo em Portugués com a biblioteca spaCy (Programa [1.3.4)).
Lembre-se que tanto stems como lemmas funcionam no final como fokens.

1.3.3. Indexacao do Vocabulario

Uma vez que os fokens do texto sdo encontrados, é necessario codificd-los em uma re-
presentacao numérica. Embora seja possivel aplicar alguma funcao hash para os tokens
€ encontrar um numero que os represente, € mais comum optar por construir um vocabu-
lario de todos os termos presentes nos textos processados. Para cada token, atribui-se um
nimero que serve como seu identificador (ou indice) dentro do vocabuldrio. Uma forma
de implementar como obter um vocabuldrio pode ser encontrada no Programa([l.3.5]

Com o vocabuldrio construido, é possivel utilizar o indice de cada termo e codifica-
lo de forma vetorial utilizando uma estratégia chamada de codificacdo one-hot (também
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Programa 1.3.4. Lematizacado das sentencas “Amigos, amizade e carreira sao
importantes” e “Amigas, amizades e carreira é importante”. Os tokens obtidos
com a funcao lemma para ambas as frases sdo amigo, amizade, e, carreira,
ser, e importante.

import spacy
nlp = spacy.load('pt")

def lemma (text) :

doc = nlp(vectorizer.standardize (text))
return [token.lemma_ for token in doc]

lemma ("Amigos, amizade e carreira s&o importantes")
# ['amigo', 'amizade', 'e', 'carreira', 'ser',
. "importante']

lemma ("Amigas, amizades e carreira é importante")
# ['amigo', 'amizade', 'e', 'carreira', 'ser',
. "importante']

Programa 1.3.5. Criacao de vocabulario para um pequeno corpus formado pelas
sentencas “O gato cacou o rato” e “Gato e cachorro sdo animais”.

def make_vocab (texts) :
# O vocabuldrio é iniciado com 0 que indica strings
— vazias, e 1 que indica palavras desconhecidas

vocab = {"": 0, "[UNK]": 1}
for text in texts:
text = standardize (text)

tokens = tokenize (text)
for token in tokens:
if token not in vocab:
vocab[token] = len (vocab)
inverse_vocab = dict (
(v, k) for k, v in self.vocab.items())

return vocab, inverse_vocab

make_vocab (["O gato cagou o rato",

"Gato e cachorro sdo animais"])
# {('': 0, "[UNK]': 1, 'o': 2, 'gato': 3, 'cagou': 4, 'rato':
- 5, 'e': 6, 'cachorro': 7, 'sao': 8, 'animais': 9}

conhecida como dummy). Um vetor one-hot possui 0 mesmo tamanho do vocabulario (ou
seja, sua dimensdo € igual a quantidade de tokens) e é preenchido com zeros, exceto na
posicao referente ao indice da palavra, onde contém o valor 1. O método de codificacio
one-hot € ttil por alguns motivos: (i) todos os vetores estdo normalizados; (ii) € facil
de descobrir a palavra que um vetor representa; e (iii) as operacdes vetoriais S0 mais
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simples, permitindo trabalhar com matrizes esparsa@ Ainda assim, o uso de vetores
one-hot ndo sao a melhor forma de como representar palavras e textos.

O Programa [1.3.6] mostra como € possivel implementar a constru¢ao dos vetores
one-hot a partir de uma sentenca exemplo.

Programa 1.3.6. Codificacao one-hot da sentenca “O gato cacou o rato”.

import numpy as np

def one_hot_encoder (text, vocab):
tokens = tokenize (text)
vectors = np.zeros((len(tokens), len(vocab)))
for i, token in enumerate (tokens) :
token_idx = vocab.get (token, 1)
vectors[i, token_idx] = 1
return vectors

one_hot_encoder ("O gato cagou o rato", vocab)

# array([([0., 0., 1., 0., 0., 0., 0., 0., 0., 0.],
# (0., o., 0., 1., 0., 0., 0., 0., 0., 0.],
# (0., o., o., 0., 1., 0., 0., 0., 0., 0.],
# (0., o., 1., 0., 0., 0., 0., 0., 0., O0.],
# (0., o., o., o., 0., 1., 0., 0., 0., 0.]])

1.4. Representacao Textual

O conceito de representacdo textual ndo baseia-se apenas em vetores, muito menos em
vetores de palavras one-hot. Primeiramente, deve-se analisar como palavras formam uma
sentenga. Linguas diferentes ordenam palavras semelhantes ou nao de maneiras diferentes
e, apesar da ordem importar, sua relagdo com o significado ndo € tdo direta. Como repre-
sentar as palavras € o principal motivo pelo qual surgem diferentes tipos de arquiteturas
de PLN, que podem ser agrupadas em trés categorias principais:

1. Representando palavras como conjuntos. Trata-se da representacdo mais sim-
ples. Aqui a ordem das palavras simplesmente é descartada e o texto € tratado
como um conjunto ndo ordenado de palavras, obtido essencialmente por modelos
bag-of-words.

2. Representando palavras como sequéncias. Quando a ordem das palavras € con-
siderada, elas devem ser processadas estritamente na ordem em que aparecem, uma
de cada vez. Quanto a isto, os ja citados vetores de palavras, ou word embeddings,
sdo amplamente utilizados. Métodos especificos (Word2Vec e GloVe, por exemplo)
e/ou arquiteturas de redes neurais (como RNNs e Transformers) sao modelos de
sequéncia de palavras cujas saidas geram word embeddings.

16Matriz esparsa é uma matriz onde a maioria dos valores é 0.
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3. Modelando as palavras. Por possuir diferentes arquiteturas, a segunda abordagem
ainda pode ser fragmentada em diversas outras. Uma delas, talvez a mais popular
atualmente, relaciona-se a um conceito um pouco abstrato: o de como modelar uma
linguagem.

Mas, o que significa “modelar uma linguagem”? Ou, ainda, o que significa “mo-
delar algo”? Um bom modelo deve simular o comportamento do mundo real, entendendo
quais eventos sdo mais provaveis de acontecer, isto €, prever o que acontece a seguir dada
alguma descricao de contexto. Um modelo de linguagem nao € diferente: um evento
pode ser uma unidade linguistica (texto, frase, token, ou simbolo), onde o objetivo final
do modelo € estimar as probabilidades de cada unidade linguistica ocorrer.

Assim, os chamados Language Models estimam a probabilidade de diferentes uni-
dades linguisticas, como simbolos, tokens, e sequéncias de tokens. Algumas arquiteturas
que usam Transformers, por exemplo, sio LMs, podendo ou ndo funcionar do jeito tra-
dicional, ao computar probabilidades. Na verdade, esse conceito é bastante conhecido e
LMs estdo em agao todos os dias, sejam em sites de busca, servicos de traducdo, teclados
de celulares, e até mesmo na corregio de escrita feita em servigos de e-mail. A Figura[l.9|
ilustra de forma didatica o funcionamento de um LM.

Probabilidade da
palavra ser a
proxima na sentenca

rato . 0.6
inseto . 0.5
/ Palavras
Ogatocagouo - - - ____. | sendo preditas
t I <~ — pelo LM
passaro « 0.4
Palavras anteriores
(contexto) j

borboleta | 0.25

Figura 1.9. LM identificando qual a préxima palavra na frase “O gato cacou o...”.
A direita, estdo listadas algumas das possiveis palavras juntamente com suas
probabilidades. A esquerda, a palavra gato e o artigo o destacados indicam os
termos mais importantes do “contexto” para predicdao. Nesse caso, a proxima
palavra da sentenca seria rato.

O escopo deste curso ndo inclui o aprofundamento dos tipos de LMs existentes uti-
lizados para estimar probabilidades de palavras, pois seria necessdrio o estudo de diversos
modelos estatisticos, além de conceitos da Teoria da Probabilidade, como Probabilidade
Condicional. O que € importante que o leitor saibﬂ € que, dada uma palavra, o objetivo

17 As informacdes apresentadas até aqui sobre LMs serdo utilizadas nas préximas secdes.
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de um LM ¢ identificar qual seria a proxima palavra, de acordo com o contexto da sen-
tenca. Porém, ndo s6 um LM pode atribuir probabilidades para préximas palavras, como
também pode dar probabilidades a frases, como representado na Figura[[.10]

4 - s
. _ Y
I rato ! 0.6 1
1
! I
1 inseto ' 0.5 1
Pal
! Ogatocagouo __________ / seanadvt:apsreditas 1
1 \b pelo LM
/’I 0.4 I
Palavras anteriores 1
1 (contexto)
. 1
Probabilidades de . ,'
cada palavra ocorrer S _7
Probabilidades de ,, i - .

uma sentencga ocorrer 1

Sentencga Probabilidade

O gato cagou o
O gato cagou o

O gato cagou o

O gato cagou o borboleta 0,25

Figura 1.10. Além de palavras, LMs determinam qual sentenca é mais adequada
que outras com base no contexto.

Mesmo que modelos bag-of-words parecam obsoletos se comparados com as so-
lucdes sofisticadas dos modelos de sequéncia ndo importa para qual tarefa ou conjunto de
dados, isso definitivamente nao € o caso: ambas as abordagens de como formar vetores de
palavras descritas brevemente acima permanecem igualmente relevantes [Chollet 2021]].

1.4.1. Representacao por Bag-of-Words

A maneira mais simples de representar um texto ¢ descartar a ordem e tratd-lo como
um conjunto de ftokens. Existem diferentes formas de codificacio com modelos bag-of-
words, desde considerar palavras individuais (unigrams), até recuperar informagdes locais
examinando grupos de sequéncias de tokens (n-grams).

Unigrams com codificacdo multi-hot. Para exemplificacdo de um conjunto de unigrams
(bag-of-unigrams), observe o Programa[[.4.T| que transforma a sentenca “o gato cagou o
rato” ja padronizada.

A fungdo make_ngrams presente no trecho de c6digo do Programa [I.4.1| possui
um nome genérico e para o parametro n da funcao estd atribuido o valor 1. Repare que
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Programa 1.4.1. Bag-of-unigrams da frase “o gato cacou o rato”. Atente para o
uso da funcao make_ngrams, que inicializa qualquer conjunto de n-grams.

sent = "o gato cagou o rato"

def make_ngrams (text, n=1):
words = text.split ()
ngrams = [tuple(words[i:i + n]) for i in range (len(words) -
- n + 1)]
return ngrams

unigrams = make_ngrams (sent, n=1)

print (unigrams)
# [('0',), ('gato',), ('cagou',), ('o',), ('rato',)]

unigrams nada mais sdo do que palavras tnicas sem nenhuma ordem, e que a inten¢do é
formar um conjunto apenas com as palavras distintas do texto.

Obtidos os unigrams da sentenca exemplo, falta apenas aplicar a codificagao multi-
hot, também chamada de bindaria (multi-hot binary enconding). Diferentemente da codi-
ficacdo one-hot, a multi-hot bconsidera como entrada mais de um valor (no caso, mais
de uma palavra). Sua funcionalidade serd melhor explicada adiante porque, para bag-of-
unigrams, o vetor resultante acaba sendo o mesmo que o da codificagcdo one-hot.

Programa 1.4.2. Codificando os unigrams da sentenca “o gato cacou o rato” com
codificacao multi-hot (fun¢do multihot_encoder).

from sklearn.preprocessing import MultilabelBinarizer

def multihot_encoder (ngrams) :
mlb = MultiLabelBinarizer ()
binary_format = mlb.fit_transform(ngrams)
print ("Indices correspondentes de cada palavra =
<~ {}\n".format ({k: v for k, v in
- enumerate (mlb.classes_) }))
return binary_format

unigrams_vectors = multihot_encoder (unigrams)

print (unigrams_vectors)

# Indice correspondente de cada palavra = {0: 'cacou', 1:
. 'gato', 2: 'o', 3: 'rato'}

# array([[0, 0, 1, 0],

i (o, 1, 0, 0],

i (1, o0, 0, 0],

# (o, o, 1, 0],

# [0, 0, 0, 1]1)
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Para facilitar, a fungdo multihot_encoder no Programa [1.4.2] faz uso do mé-
todoMultiLabelBinarizer| °|dabiblioteca Scikit-learn, comumente utilizado para co-
dificacdo de bag-of-words. Em suma, o trecho de cédigo do Programa [1.4.2] demonstra
que a sentenga seguiu com o padrdo da codificag@o one-hot, onde cada palavra € represen-
tada como um tnico vetor preenchido por zeros, exceto as posi¢des que indicam o indice
correspondente, ditadas pelo valor 1.

N-grams com codificacao multi-hot. Dependendo do contexto, descartar a ordem das
palavras pode ndo contribuir para o seu entendimento. Por exemplo, o termo Bela Cruz
em um texto com descri¢des sobre cidades do estado do Ceard transmite um conceito
bastante distinto do que o significado das palavras bela e cruz separadamente. Faz-se
necessario inserir informacdes extras para uma representacao de bag-of-words olhando
para os n-grams em vez de palavras tnicas (mais comumente, sdo utilizados bigrams).
Com bigrams (bag-of-bigrams), a sentenga do exemplo anterior no Programa(l.4.3|origina
um diferente conjunto e diferentes vetores codificados.

Programa 1.4.3. Bag-of-bigrams e vetores resultantes da sentenca “o gato cacou
o rato” com codificacao multi-hot.

bigrams = make_ngrams (sent, n=2)

print (bigrams)

# [('o', 'gato'), ('gato', 'cacou'), ('cacou', 'o'), ('o',
. 'rato') ]

bigrams_vectors = multihot_encoder (bigrams)

print (bigrams_vectors)

# Indices correspondentes de cada palavra = {0: 'cacou', 1:
. 'gato', 2: 'o', 3: 'rato'}

# array([([0, 1, 1, 0],

# (1, 1, 0, 0],

i (1, o0, 1, 0],

# (0, 0, 1, 1]])

O uso da codificagdo multi-hot torna-se mais intuitivo no Programa|[I.4.3] O con-

junto de bigrams, formado pelas tuplas (o, gato), (gato, cagou), (cagou, o),e

(o, rato),e o vetor de saida resultante possuem quatro itens, e os indices de cada vetor

seguem as mesmas posi¢oes que as palavras unicas da sentenca (valor O para cagou, 1

para gato, e assim sucessivamente). Por isso que, para o primeiro vetor [0, 1, 1, 0],

correspondente a tupla (o, gato), o valor 1 estd presente nas posi¢des 1 e 2, ja que
estas dizem respeito aos indices dos termos gato e o.

Por conta do parametro n em make_ngrams, € possivel configurd-lo para retornar
n-grams arbitrarios além de bigrams: trigrams, 4-grams, 5-grams, etc.

Bhttps://scikit-learn.org/stable/modules/generated/sklearn.
preprocessing.MultilLabelBinarizer.html
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N-grams com codificacao TF-IDF. Também € possivel adicionar mais informacdes a re-
presentacao por bag-of-words ao elencar quantas vezes cada palavra ou n-grams ocorrem
no texto. Essa abordagem é possivel pois, conforme um termo aparece abundantemente
em um texto, entende-se que ele € crucial para o seu entendimento. Contar a frequén-
cia de palavras ou n-grams em um corpus também € importante, uma vez que € possivel
saber quais palavras repetem-se mais e quais pertencem a pequenos subconjuntos. Basi-
camente, o TF-IDF (term frequency, inverse document frequency) é uma métrica que une
essas duas ideias.

No Programa [T.4.4] com a codificagdo TF-IDF, um termo foi “ignorado”: a letra
0. Isso ocorre porque o método TfidfVve ctorizerIT_gI usado possui uma propriedade
oriunda desse tipo de codificacdo chamada de normalizacio. E por esse motivo que esse
tipo de codificagdo também € conhecida como TF-IDF normalization. Como citado an-
teriormente, se um termo aparecer muitas vezes em um texto, ele provavelmente deve ser

[P

importante, mas serd mesmo? Termos que aparecem em quase todos os textos (como “o
ou “a”, considerados stopwordsF__G]B nao sdo particularmente informativos, enquanto os que
sdo distintos ou que aparecem apenas em um pequeno subconjunto sdo, portanto, impor-
tantes. A normalizacdo € efetuada porque o cédlculo do TF-IDF pondera um determinado
termo tomando como base a sua frequéncia (quantas vezes ele aparece em um texto), e
dividindo-a por uma medida de frequéncia do documento, que estima a frequéncia com

que o termo aparece em todo o corpus.

Programa 1.4.4. Codificacao TF-IDF para os bigrams da sentenca “o gato cacou o rato”.

from sklearn.feature_extraction.text import TfidfVectorizer

tfidf_encoder = TfidfVectorizer (ngram range=(1, 2))
# Limite inferior e superior do intervalo de n valores para os
-~ diferentes n-grams a serem extraidos (bigrams)

tfidf_ngrams_vectors = tfidf_encoder.fit_transform([sent])
feature_names = tfidf_encoder.get_feature_names_out ()
dense = tfidf_ngrams_vectors.todense ()

print ("Indices correspondentes de cada palavra =

< {}".format ({k: v for k, v in enumerate (feature_names)}))
# Indices correspondentes de cada palavra = {0: 'cacou', 1:
. "cagou rato', 2: 'gato', 3: 'gato cacou', 4: 'rato'}

print ("Codificacdo por TF-IDF = {}".format (dense.tolist())

# Codificagdo por TF-IDF = [[0.4472136, 0.4472136, 0.4472136,
— 0.4472136, 0.4472136]]

Por isso que no Programa [[.4.4] a letra o ndo foi considerada. Note que o vetor

Ohttps://scikit-learn.org/stable/modules/generated/sklearn. feature_
extraction.text.TfidfVectorizer.html
“VLista de palavras muito comuns de um idioma, mas pouco informativas, que podem ser ignoradas.
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resultante possui valores iguais para cada bigram. Isso ocorre porque o método foi origi-
nalmente pensado para ser aplicado em um conjunto de dados completo, ndo apenas em
uma frase. Veja a diferenga da representacdo obtida no Programa [I.4.5| para um pequeno
corpus.

Programa 1.4.5. Codificacao TF-IDF para unigrams de um corpus exemplo com
apenas duas frases. Observe que os termos “0” e “e” nao foram considerados
por conta da normalizacdao. As posicoes dos que possuem valor 0 nos vetores
indicam que o token nao aparece na frase.

corpus = ["o gato cagou o rato",
"gato e cachorros sdo animais"]

tfidf_encoder = TfidfVectorizer ()
tfidf_corpus_vectors = tfidf_encoder.fit_transform(corpus)

feature_names = tfidf_encoder.get_feature_names_out ()
dense = tfidf_ corpus_vectors.todense ()

print ("Indices correspondentes de cada palavra =

- {}".format ({k: v for k, v in enumerate (feature_names) }))

# Indices correspondentes de cada palavra = {0: 'animais', 1:
- "cachorros', 2: 'cagcou', 3: 'gato', 4: 'rato', 5: 'sdao'}

print ("Codificacao por TF-IDF = {}".format (dense.tolist ())
# Codificacdo por TF-IDF = [
# [0.0, 0.0, 0.6316672017376245, 0.4494364165239821,
- 0.6316672017376245, 0.0],
# [0.534046329052269, 0.534046329052269, 0.0,
< 0.37997836159100784, 0.0, 0.534046329052269] ]

1.4.2. Representacao por Word Embeddings

Diferentemente da representagdo por bag-of-words, word embeddings trabalham com vo-
cabularios e consideram a ordem das palavras. Tal como abordado inicialmente em
lIndexacao do Vocabulario, em PLN, um vocabuldrio contém palavras pré-selecionadas,
as quais podem ser obtidas reunindo todas as palavras tnicas de um corpus ou mesmo de
um vocabuldrio preexistente. As palavras do vocabulario ficam dispostas em uma espécie
de tabela de consulta (uma matriz, chamada de look-up table) que contém vetores de word
embeddings. Como ilustrado na Figura [I.T1] uma word embedding pode ser encontrada
usando o indice da palavra no vocabuldrio ao procurar pelo mesmo indice na look-up
table.

Out-of-Vocabulary (OOV). Imagine que € preciso usar o vocabuldrio ilustrativo da Figura
para um corpus apenas sobre plantas. Isso é altamente comum no PLNETI, mas o que
acontece caso 0 nome de uma planta nao esteja no vocabulario sobre animais? Para dar
conta de palavras desconhecidas, ou seja, que ndo estao no vocabuldrio (out-of-vocabulary
ou OOV), geralmente € reservado um token especial UNK (de unknown, desconhecido).

2 Justificativas do porque isso acontece serdo explicadas mais a frente no texto.
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Look-up table

indices dos tokens no
vocabulario formado com
palavras sobre animais

Tamanho do

39 1592 1052 39 2548 5 vocabulario

T G s

O gato]|cagou | 0o rato

Dimenséao dos
embeddings

Figura 1.11. llustragdo que representa a relagao dos indices de um vocabulario
com word embeddings. O vocabulario em questao é formado com palavras que
possuem nomes, caracteristicas e comportamentos de animais. Os indices do
vocabulario para os tokens da frase “O gato cacou o rato.” estao elencados a
esquerda, juntamente com a palavra cacou e seu indice estando em destaque. A
direita, @ demonstrado que para o indice 1052, que representa a palavra cacou,
existe uma word embedding. Neste cenario, o tamanho do vocabulario nao é
igual a dimensao (tamanho dos vetores) das word embeddings. Adaptado de
[Voita 2020].

Alternativamente, tokens desconhecidos podem ser ignorados ou atribuidos para embed-
dings compostos apenas por zeros. Contudo, essa ndo é uma solu¢do adequada para o
problema de OOV [Torregrossa et al. 2021].

Word embeddings como simbolos discretos. A maneira mais simples de obter word
embeddings € representando palavras como vetores one-hot. No entanto, para vocabulé-
rios grandes, esses vetores também serdo grandes: a dimensionalidade/tamanho do vetor
¢ igual ao tamanho do vocabuldrio. Isso é indesejavel na pratica, uma vez que fornece
vetores muito esparsos.

Neste curso, a codifica¢do one-hot foi usada apenas para demostracao de exemplos
simples de como representar palavras. De agora em diante, o foco serd nos tipos de
representacOes mais efetivas e bem estabelecidas encontradas na literatura, uma vez que
vetores one-hot sao agnosticos as palavras.

Word embeddings como um espaco vetorial semantico. Partindo do principio de que
palavras formam um espago estruturado, isto €, que compartilham informacdes entre si, a
hipétese distributiva (distributional hyphothesis) define que palavras que frequentemente
aparecem em contextos semelhantes (que possuem um relacionamento semantico) tam-
bém possuem significados semelhantes [Voita 2020]]. Essa hipétese estabelece que captu-
rar significado e capturar contextos sdo inerentemente a mesma coisa.

Técnicas de modelos de sequéncia inserem informagdes sobre contextos em word
embeddings, e sdo capazes de identificar semelhancas entre palavras e maped-las em um
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espaco vetorial de dimensao finita (espaco Euclidiano) [Chollet 2021]]. Nesse espaco, a
proximidade entre os vetores podem representar relagcdes semanticas e sintdticas entre
palavras de forma linear. Por exemplo, na Figura[I.12] a distribuicao das palavras rainha
e rei no espaco € (quase) a mesma que entre mulher € homem.

C++
Java O O
L4 O +
Scha Python
/[ Haskel O y \
. O Elixir
A mulher
Z Londres rainha i R
Q Q o
Rei
Paris (@) Uzli:g O
o o) homem
] (@)
rei .
O Franga tio
Yy X

Espaco vetorial de word embbedings de tamanho »

Figura 1.12. Word embeddings permitem que o significado seja representado
quantitativamente através de um espaco vetorial. Quanto mais semelhante for
o significado entre palavras, mais proxima sera a representacao no espaco, cri-
ando na figura, por exemplo, um cluster (grupo) de linguagens de software (em
azul), que por sua vez contém subgrupos de linguagens de Programacao Fun-
cional (azul mais escuro) e Programacao Orientada a Objetos (azul mais claro).
Outra caracteristica das word embeddings é que sua distancia e direcao no es-
paco mapeiam o significado: neste desenho, os vetores verdes representam o
género, enquanto que os amarelos representam as relagoes entre pais e capital.

O exemplo mulher-homem =~ rainha-rei é provavelmente o mais popular, mas
também existem muitas outras relagdes. Na Figura[I.13]estdo alguns exemplos de relagdes
similares que formam uma estrutura linear entre country-capital (pais-capital, diagrama a
esquerda) e relagdes sintdticas (gramaticais, diagrama a direita).

Word embeddings sdo representagdes vetoriais de palavras que conseguem exa-
tamente isso: mapeiam a linguagem humana para um espaco geométrico estruturado.
A representagdo obtida sdo de vetores densos, de baixa dimensionalidade e aprendidos
através dos dados. Por fornecerem representagdes textuais eficientes, modelos que geram
word embeddings semanticas sdo atualmente os mais utilizados no PLN. Atente-se apenas
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Country and Capital Vectors Projected by PCA

T
China
Beijing _ _ — —slowest
151+ Russia 1 041 =T
Japan- - “slower - ~— - —shorest
Al ‘Moscow i o0k .7 “'shorter
Ankara ~~Tokyo slows -

Turkey:

short<
05 - 1 02}

Poland

0 Germany- B 01k
France Warsaw

Berlin
Paris

05 F Italy: of _/stronger T T = = =~ = — — . girongest

_ ~Touder ~

Greece: ’Rm“\éhe"s

< -———
strong < _ loudest
—0.1} loud, ™ _ _
7 dlearst == = = — — —~Cclearest
LS osoffer T m
‘Madrid -2 ~ — = softest
‘Lisbon -0.2f clear v~ Gaiker — — — — - —

soft =~

dark <

-1 | Spain

-1.5 | Portugal

— — darkest

2 L L L L 1 L L

2 15 - 05 0 05 1 15 2 s

L L L L L L L L
-0.4 -0.3 -0.2 -0.1 0 0.1 02 0.3 0.4 0.5 0.6

Word2Vec GloVe

Figura 1.13. Exemplos ilustrativos em 2D de espacos vetoriais que mostram
tipos diferentes de relagdées entre word embeddings. A esquerda, pares de
palavras country-capital (pais-capital) semanticamente similares computadas
usando a representacdo do Word2Vec. A direita, palavras sintaticamente (va-
riacoes de uma mesma palavra) similares computadas usando a representacao
do GloVe. Fonte: [Voita 2020].

para o fato de que esses modelos de sequéncia funcionam melhor quando muitos dados
de treinamento estdo disponiveis e quando cada texto € relativamente curto.

Os espacos vetoriais formados por word embeddings geralmente apresentam mi-
lhares de vetores interpretdveis e potencialmente udteis. Para técnicas de word embeddings
que usam a hipdtese distributiva, estas ainda podem ser separadas em dois grandes gru-
pos: word embeddings estaticas (ou classicas), e word embeddings contextuais. Antes de
entender qual a diferenca principal desses dois grupos, saiba que existem duas maneiras
de obter word embeddings:

* Aprender word embeddings em conjunto com a tarefa principal. Nessa configu-
racdo, os vetores de palavras sdo iniciados de forma aleatdria e, em seguida, apren-
didos da mesma forma que sdo atualizados os pesos de uma rede neural. A Secdo
[1.6] possui exemplos préticos com problemas reais que demonstram essa forma em
especifico de gerar word embeddings.

» Carregar word embeddings pré-treinadas. Refere-se aos vetores que sdo pré-
computados usando um modelo diferente do que o usado pela tarefa que se esta
tentando resolver, como também um corpus diferente com (provavelmente) mui-
tos textos. Os nomes Word2Vec e GloVe presentes na parte inferior da Figura[I.13|
tratam-se de dois modelos prestigiados que geram word embeddings. Em particu-
lar, vetores pré-treinados serdo usados para demonstrarem a diferencga entre word
embeddings estaticas e contextuais nas proximas sec¢oes. Por tratar-se de uma forma
eficaz e popular de como obter word embeddings, esses vetores pré-treinados sdao
uma das principais causas de ocorrem problemas de palavras OOV em dominios
especificos, por conta da divergéncia existente entre vocabuldrios.
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1.4.3. Representacao por Word Embeddings Estaticas

Como citado anteriormente, € possivel aprender word embeddings juntamente com a ta-
refa de PLN, como também carregar vetores provenientes de um espago de word embed-
dings pré-treinado. A principal 16gica por trds do uso de word embeddings pré-treinadas
no PLN@ € que o espaco pré-formado € altamente estruturado e compde-se de aspectos
genéricos da estrutura da linguagem. Tais word embeddings sdo geralmente computa-
das usando estatisticas das ocorréncias das palavras (observagdes sobre quais palavras
co-ocorrem em sentencas ou documentos), usando uma variedade de técnicas, algumas
envolvendo redes neurais, outras nao.

A ideia de um espaco vetorial de word embeddings denso e de baixa dimensao,
computado de forma ndo supervisionada, foi inicialmente explorada no inicio dos anos
2000 [Bengio et al. 2000a]. Embora sé comegou a popularizar-se em pesquisas e aplica-
coes industriais apds o lancamento de um dos mais famosos e bem-sucedidos modelos
de word embeddings: o algoritmo Word2 VecPEI (citado na Figura , desenvolvido por
Tomas Mikolov em 2013 [Mikolov et al. 2013]].

Vetores de word embeddings pré-treinados estdo disponiveis gratuitamente para
carregamento e/ou download em diversos idiomas. Word2Vec é um deles. Outro modelo
também renomado e presente na Figura[I.13] chamado de vetores globais para representa-
cdo de palavras ou apenas GloVﬂ foi desenvolvido por pesquisadores da Universidade
de Stanford em 2014 [Pennington et al. 2014].

Os vetores pré-treinados usados nesta se¢do para abordar assuntos previamente
apresentados, como look-up table e OOV, além de explanar o que sao word embeddings
estdticas, originaram-se a partir de um outro modelo bem estabelecido: o fastText. Nor-
malmente, uma look-up table atribui cada palavra para um vetor distinto. Por padrao,
essas word embeddings nao tém nenhuma ideia sobre suas sub-palavras. Por exemplo, a
palavra jogar ndo “sabe” que possui relagdo com jogador, jogando, jogado, dentre outras
flexdes, pois todas as informagdes que esses vetores t€ém sdo do que aprenderam dos con-
textos. Uma das possiveis abordagens € compor um vetor de palavras a partir de vetores
das suas sub-palavras.

Para isso, o modelo fastTex@ retorna, além de word embeddings, embeddings
para n-grams de caracteres que também estdo no vocabulério [Bojanowski et al. 2017]).
Fornecer informagdes sobre sub-palavras possui algumas vantagens: (i) permite que o
modelo saiba que diferentes tokens podem ser variacdes da mesma palavra; (ii) ajuda a
representar palavras OOV com base em sua ortografia; e (iii) manipula erros ortograficos.

Note no Programa [[.4.6| como vetores pré-treinados com o fastText para o Portu-
gués podem ser carregados facilmente com ajuda da biblioteca flairNLP, um framework
de PLN projetado para facilitar o treinamento e a distribui¢do de modelos de rotulagem
de sequéncia, classificacdo de texto e LMs [Akbik et al. 2019]. Inclusive, o flairNLP ge-
ralmente recomenda o uso de word embeddings do fastText ou GloVe.

22Mais detalhes sdo explanados na Secéo|1.5|
Bhttps://code.google.com/archive/p/word2vec/
Yhttps://nlp.stanford.edu/projects/glove
Bhttps://fasttext.cc/
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Programa 1.4.6. Inicilizando word embeddings estaticas pré-treinadas do fast-
Text para o Portugués com a biblioteca flairNLP.

from flair.embeddings import WordEmbeddings

# Inicializando as word embeddings estdticas pré-treinadas
# 'pt' = Portugués
ftext_embedding = WordEmbeddings ('pt')

print ("S&o embeddings estdticos? =

-~ {}".format (ftext_embedding.static_embeddings))
print ("Tamanho do vocabuldrio = {}

— tokens".format (len (ftext_embedding.vocab)))
print ("Dimensdao dos embeddings =

— {}".format (ftext_embedding.embedding_length))
print ("Tipos dos embeddings =

— {}".format (ftext_embedding.embedding_type))

# Sdo embeddings estaticos? = True

# Tamanho do vocabuldrio = 592107 tokens
# Dimensdo dos embeddings (tamanho) = 300
# Tipos dos embeddings = word-level

Dentro da varidvel ftext_embedding estdo as word embeddings geradas a partir
de milhdes de tokens em Portugués, resultantes do corpora (conjunto de corpus) formado
pelos dados do Wikipédia e Common Craw (0] Programatambém possui algumas
informagdes sobre os vetores carregados: tratam-se de word embeddings estéticas, com
vocabulario extenso, de mais de 50.000 tokens, e com vetores de tamanho 300. E comum
ver word embeddings estiticas de 256 dimensdes, 512 ou até 1.024 dimensdes ao lidar
com vocabuldrios muito grandes [Chollet 2021]]. O vocabuldrio do ftext_embedding
pode ser facilmente acessado com o comando ftext_embedding.vocab, em que é
retornado um dicionario com todos os tokens, iniciando do valor 0. Esse vocabulario
serve apenas como base, e os valores das chaves (fokens) podem ser facilmente editados.

No flairNPL, é simples inicializar uma sentencga e atribuir os embeddings corres-
pondentes para cada palavra. A dltima linha de c6digo no Programa retorna um
vetor de tamanho 300 que representa a palavra gato. O valor dois (2) reflete que gato
€ o segundo token da sentenca “O gato cacou o rato.”. Repare que a sentenca ndo foi
padronizada porque o foco aqui é verificar apenas a existéncia de word embeddings e de
possiveis termos OOV, e ndo realizar um procedimento completo para treinamento de um
modelo. Deste modo, nenhum dos tokens da sentenca “O gato cagou o rato.” s@ao OOV,
ou seja, todos os tokens fazem parte do vocabulario do fastText.

Mas, afinal, o que sdo word embeddings estaticas? Basicamente, uma word em-
bedding estatica trata-se de uma representag¢do de palavra que nio varia entre contextos.
Por exemplo, a palavra bolo em “Pesquisei sobre receitas de bolo de laranja” e “Hd um
bolo de coisas sobre a mesa” tem dois significados diferentes: a primeira indica uma
comida e a segunda um amontoado de itens. Porém, uma word embedding estética for-

Ohttps://fasttext.cc/docs/en/crawl-vectors.html
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Programa 1.4.7. Trecho de codigo em que a frase “O gato cacou o rato.” é
tokenizada e o embedding da palavra gato é acessado para o fastText.

from flair.data import Sentence
sent = Sentence("O gato cagou o rato.")

sent.tokens

# [Token[O]: "O",

# Token[1l]: "gato",
# Token[2]: "cacou",
# Token[3]: "o",

# Token[4]: "rato",
# Token[5]: "."]

ftext_embedding.embed (sent)

sent .get_token (token_id=2) .embedding

nece a mesma representagdo para a palavra bolo em ambas as frases. O termo “estdtico”
refere-se a esta particularidade: um vetor de palavras é sempre o mesmo, € pode ser estati-
camente pré-computado e armazenado em uma look-up table. O Programa|[l.4.8|realiza a
comparacao da palavra bolo nos diferentes contextos e demonstra que a word embedding
¢ a mesma.

Sentence embeddings. Uma alternativa a limitacdo mencionada anteriormente é usar sen-
tence embeddings |Feng et al. 2020, Cer et al. 2018, |[Le and Mikolov 2014]] (veja alguns
exemplos na Figura [I.14). Tais modelos tomam o texto como entrada, computam suas
word embeddings, e geram uma saida com um Unico vetor de tamanho fixo. Isso ndo s6
ajuda o modelo a entender o contexto, como também a intenco e outras nuances presen-
tes. Uma estratégia comum € usar uma operacao de pooling para realizar a média das word
embeddings de cada palavra presente numa sentenga. Como nenhuma das tarefas de PLN
abordadas neste curso presentes na Secdo [[.6] fazem uso de sentence embeddings, para
saber detalhes de quais sdo as possiveis técnicas para obtengdo desses tipos de vetores, a
biblioteca flairNLP ilustra e resume algumas dela

1.4.4. Representacao por Word Embeddings Contextuais

Sentence embeddings que derivam de representacOes fixas possuem alguns fatores que
podem afetar sua efetividade, como o tamanho da sentenca, a ordem das palavras, a pre-
senca de palavras que sdo dispensdveis ao contexto (como stopwords), € possiveis vieses
presentes nos dados [Torregrossa et al. 2021]]. Uma solucdo para esse problema e para
word embeddings estaticas € computar representacdes que possam ser adaptiveis.

Em particular, word embeddings contextuais possuem propriedades varidveis e
sdo diretamente obtidas a partir do contextﬁ As informagdes tuteis que formam uma

2Thttps://github.com/flairNLP/flair/blob/master/resources/docs/
TUTORIAL_5_DOCUMENT_EMBEDDINGS.md
280 contexto de uma palavra geralmente é composto pelas palavras que a cercam.
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Programa 1.4.8. Demonstracao simples de como word embeddings estaticas nao
variam entre contextos. Primeiramente, sdao instanciadas duas sentencas que
possuem a palavra bolo, mas com significados diferentes: “Pesquisei sobre re-
ceitas de bolo de laranja” e “Ha um bolo de coisas sobre a mesa”. Os indices
para a palavra bolo em ambas as sentencas sao cinco (5) e trés (3), respetiva-
mente. A partir dos indices, os embeddings sao acessados e comparados, e é
demonstrado que os vetores para a palavra bolo sao 0s mesmos.

sent_1 = Sentence ("Pesquiseili sobre receitas de bolo de
- laranja")
sent_2 = Sentence ("H4 um bolo de coisas sobre a mesa")

ftext_embedding.embed([sent_1, sent_2])
# [Sentence: "Pesquisel sobre receitas de bolo de laranja",
# Sentence: "Ha um bolo de coisas sobre a mesa'"]

sent_1l.get_token(5), sent_2.get_token(3)
# (Token[4]: "bolo", Token[2]: "bolo")

bolo_emb_sent_1 = sent_1.get_token (token_id=5) .embedding
bolo_emb_sent_2 = sent_2.get_token (token_id=3) .embedding

print ("Os embeddings sdo os mesmos? {}".format (bolo_emb_sent_ 1
—~ == bolo_emb_sent_2))

print ("Indice da palavra 'bolo' =

<~ {}".format (ftext_embedding.vocab["bolo"]))

# Os embeddings sdo os mesmos? True

# Indice da palavra 'bolo' = 12713

word embedding contextual, em geral, sdo extraidas a partir de Language Models e lidam
com os trés problemas principais das word embeddings estéticas [Liu et al. 2019]: (1)
word embeddings estaticas nao tratam a polissemia (vide o exemplo anterior com a palavra
polissémica bolo); (i1) word embeddings contextuais permitem o uso de representagao por
n-grams de palavras; e (iii) word embeddings estéticas assumem que o significado de uma
palavra depende de contextos similares, o que ndo € totalmente correto. Uma observacdo
importante é que word embeddings contextuais ainda conseguem projetar palavras em um
espaco vetorial semantico e finito.

Word embeddings contextuais sdo obtidas através de modelos pré-treinados (em
sua maioria, Language Models pré-treinados), e em vez de representar palavras individu-
almente, representam palavras juntamente com o contexto em que sdo usadas. Ao treinar
um LM, é obtido muito mais do que treinar apenas word embeddings classicas, ja que
LMs processam ndo apenas palavras, mas frases, pardgrafos, e textos completos, como
ilustrado anteriormente na Figura|l.10|no inicio da se¢do sobre [Representacao Textuall
Para verificar essa caracteristica intrinseca e poderosa dos LMs, a mesma experimentacao
feita na Secdo [1.4.3|¢é adaptada para uma das word embeddings contextuais mais concei-
tuadas hoje: o modelo BERT.

O Bidirectional Encoder Representations from Transformers ou apenas BERT, foi
introduzido em [Devlin et al. 2018]] e, como o proprio nome diz, usa internamente a ar-
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Figura 1.14. Representacoes das proximidades de sentence embeddings com
significados semelhantes, mas estruturas diferentes. Fonte: [Voita 2020].

quitetura Transformer, um mecanismo de atencio que aprende relagdes contextuais entre
palavras (ou sub-palavras) em textos. Em sua forma simples, o Transformer possui uma
estrutura de codificador-decodificador. Como o objetivo do BERT ¢ funcionar como um
LM, apenas o codificador do Transformer € necessario. Ao contrario dos LMs tradicio-
nais, que leem textos sequencialmente (da esquerda para a direita e depois da direita para
a esquerda@ o codificador Transformer 1€ toda a sequéncia de palavras de uma sé vez.
Portanto, € considerado bidirecional, embora seja mais correto dizer que € ndo direcional.

Para contornar alguns outros problemas dos LMs tradicionais, BERT utiliza duas
estratégias de treinamento: Masked Language Modeling (MLM ou LM Mascarado) e
Next Sentence Prediction (NSP). Ambos MLLM e NSP sdo treinados juntos, tendo como
objetivo minimizar a fun¢do de perda. Por conta dessas caracteristicas, em contraste com
outros LMs, BERT atua ndo s6 como um substituto para word embeddings estaticas mas,
também, dependendo da tarefa, pode ser usado como substituto para toda uma arquitetura
especifica.

Seguindo os passos do experimento feito anteriormente com word embeddings
estaticas para as sentencas “Pesquisei sobre receitas de bolo de laranja” e “Hd um bolo
de coisas sobre a mesa”, em primeiro lugar, os vetores pré-treinados do BERT foram
carregados. No Programa [[.4.9] sdo carregadas as representacdes do modelo BERT para
o Portugués Brasileiro, ou BERTimbau@ [Souza et al. 2020, com a classe
TransformerWordEmbeddings

[Souza et al. 2020]] desenvolveram e disponibilizaram dois modelos BERTimbau:
um chamado de base, com 12 camadas, dimensao de tamanho 768, 12 attention heads e
110 milhdes de parametros; e o outro chamado de large, possuindo 24 camadas, dimensao

2Esse processo consiste no tradicional usado por BiRNNs e é importante porque o LM §é testado a
prever palavras considerando a ordem natural da sentenca e depois a sua forma “inversa”. Para esses dois
caminhos, as representacdes obtidas das palavras sdo concatenadas em uma representacao final.

Mnttps://github.com/neuralmind-ai/portuguese-bert/

3https://github.com/flairNLP/flair/blob/master/resources/docs/
embeddings/TRANSFORMER_EMBEDDINGS.md
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Programa 1.4.9. Inicializando word embeddings contextuais pré-treinadas do
BERTimbau base para o Portugués Brasileiro com a biblioteca flairNLP.

# Observe que a classe carregada é diferente da utilizada para
- as word embeddings estaticas
from flair.embeddings import TransformerWordEmbeddings

# Inicializando as word embeddings contextuais pré-treinadas
bert_embedding = TransformerWordEmbeddings (
'neuralmind/bert-base-portuguese—cased')

print ("S&o embeddings estaticos? =

- {}".format (bert_embedding.static_embeddings))
print ("Dimensdao dos embeddings =

- {}".format (bert_embedding.embedding_length))
print ("Tipos dos embeddings =

-~ {}".format (bert_embedding.embedding_type))

# Sdo embeddings estdaticos? = False

# Dimensdo dos embeddings = 768

# Tipos dos embeddings = word-level

de tamanho 1.024, 16 attention heads e 330 milhoes de parémetroﬂ

Observe que esses dois modelos possuem um nimero consideravelmente grande
de parametros. Ao mesmo tempo, exigiram uma enorme quantidade de dados de treina-
mento e poderosos recursos de computacdo para garantir resultados promissores para o
Portugués Brasileiro. BERTimbau foi treinado com o brWaC corpu@, que contém 2,68
bilhdes de tokens de mais de 3 milhdes de textos, e € o maior corpus em Portugués dis-
ponivel [Souza et al. 2020]. Além de seu tamanho, o brWaC é composto de documentos
inteiros e sua metodologia garante alta diversidade de dominio e qualidade de contetdo.
A quantidade de parametros e dados, e o fato de precisarem de processadores avancados
para treino do BERT e de outros LMs, tratam-se das principais limitacdes existentes hoje
para obtencdo de word embeddings contextuais [Neves Oliveira et al. 2022].

As representagdes carregadas no Programa [1.4.9) foram do modelo BERTimbau
base (bert—base—portuguese—caseﬂ, com dimensao 768. Os vetores resultantes
das word embeddings dizem respeito a média das saidas das 12 camadas do base, con-
forme explicado na documentacdo do flairNLP. Uma restricio do BERT € que ele pro-
cessa textos de duas formas distintas, com ou sem capitalizacdo (cased ou uncased).
Dependendo da tarefa, o uso de capitalizacdo pode ser importante, como para o NER, ja
que entidades (nomes proprios que identificam algo ou alguém) tendem a aparecer com
a letra inicial maidscula. No caso, os modelos BERTimbau sdo apenas do tipo cased.
Outra restricdo do BERT € que ele apenas processa sentencas de até 512 tokens. Isso
implica no fato de que ele ndo processa textos muito extensos.

32 As variagdes do BERT em base e large foram introduzidas em seu paper [Devlin et al. 2018]. Em
resumo, a diferenca entre os dois estd no niimero de camadas do codificador, sendo 12 para o base e 24 para
o large.

Bhttps://www.inf.ufrgs.br/pln/wiki/index.php?title=BrWacC

¥https://huggingface.co/neuralmind/bert-base-portuguese-cased
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Ap6s o carregamento, seguindo o fluxo de experimentacdo, é verificado a word
embedding da palavra gato presente na sentenca “O gato cacou o rato.” (veja o Programa
[1.4.10), sem padronizagdo. Na verdade, ndo é recomendado a realiza¢do de padronizagio
de texto quando se usa word embeddings contextuais, ja que € necessario saber qualquer
tipo de informacao que possua dependéncia de dominio e que seja ttil para predicdo do
préximo termo, desde stopwords até mesmo pontuagdes.

Programa 1.4.10. Trecho de codigo em que a frase “O gato cacou o rato.” é
tokenizada e o embedding da palavra gato é acessado para o BERTimbau base.

print (sent)
# Sentence: "O gato cagou o rato ."

bert_embedding.embed (sent)
gato_emb = sent.get_token (token_id=2) .embedding

print ("Tamanho do embedding da palavra gato =
- {}".format (len(gato_emb)))
# Tamanho do embedding da palavra gato = 768

Por fim, o Programa [[.4.T1] verifica se as representagdes para a palavra polissé-
mica bolo sdo diferentes, o que € retornado que sim: as word embeddings sdo diferen-
tes. Na literatura, os dois vetores distintos da palavra bolo sdo chamados de vetores
de conceito (concept vectors) porque representam o conceito particular de uma palavra
[Torregrossa et al. 2021]]. De fato, BERT funciona a nivel da palavra (word-1level, Pro-
grama([l.4.9), e pode incorporar informagdes de sub-palavras, o que implica que lida com
palavras OOV. Entretanto, somente se as palavras de contexto forem bem conhecidas, isto
€, caso ndo apare¢am raramente no corpus ou corpora usado para treinamento.

Programa 1.4.11. Demonstra¢ao simples de como word embeddings contextuais
variam entre contextos. E demonstrado que os vetores para a palavra polissé-
mica bolo sao diferentes para as sentencas “Pesquisei sobre receitas de bolo
de laranja” e “Ha um bolo de coisas sobre a mesa”.

bert_embedding.embed ([sent_1, sent_2])
# [Sentence: "Pesquisei sobre receitas de bolo de laranja",
# Sentence: "H4a um bolo de coisas sobre a mesa'"]

sent_1l.get_token(5), sent_2.get_token(3)
# (Token[4]: "bolo", Token[2]: "bolo")

bolo_emb_sent_1 = sent_1.get_token (token_id=5) .embedding
bolo_emb_sent_2 sent_2.get_token (token_id=3) .embedding

print ("Os embeddings sdo os mesmos? {}".format (bolo_emb_sent_1
—~ == bolo_emb_sent_2))
# Os embeddings sdo os mesmos? False
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1.5. O Que Faz uma Boa Representacao Textual?

O fato de existirem dois grandes grupos principais de word embeddings trazem o seguinte
questionamento: existe algum algoritmo para criagdo de word embeddings ideal que ma-
peie perfeitamente a linguagem humana e que possa ser usado para qualquer tarefa do
Processamento de Linguagem Natural?

A resposta curta para essa pergunta é ndo. Como existem muitas linguagens dife-
rentes, que nao sao semelhantes umas as outras, visto que uma lingua € o reflexo de uma
cultura e um contexto especifico, pragmaticamente, o que faz um bom espaco vetorial de
word embeddings depende muito da tarefa de interesse. A titulo de exemplo, word em-
beddings que funcionam bem para um modelo de classificacao de resenhas de filmes em
Inglés podem parecer totalmente diferentes das word embeddings ideais para um modelo
de classificagdo de documentos juridicos em Portugués, porque a importancia de certas
relacOes semanticas varia de tarefa para tarefa.

Isto posto, conclui-se que alguns fatores influenciam intrinsecamente nessa esco-
lha:

* Contexto ou dominio dos dados. Realize os seguintes questionamentos: sobre o
que € o corpus/corpora? E formado por resenhas de filmes, textos com fake news,
ou sao boletins policiais sobre roubos?

* Tarefa de PLN. Que tarefa e, consequentemente, que arquitetura serd usada? De-
pendendo da tarefa, word embeddings podem ser unicamente essenciais para codifi-
car as informagdes pertinentes, como word embeddings contextuais, ou podem nao
possuir por si s6 a capacidade de extrair informacgdes, necessitando de um processo
de codificagao extra.

* Quantidade dos dados. Qual a quantidade de dados disponivel? Caso exista uma
quantidade razoavelmente grande de dados, € possivel usar diretamente o corpus
para gerar word embeddings especificas do dominio e, em seguida, aplica-las na
tarefa final. Agora, se ndo hd uma quantidade suficiente de dados, € necessdrio car-
regar vetores originados previamente (word embeddings pré-treinadas), geralmente
de um dominio genérico (como artigos de noticias), que € altamente estruturado e
que exibe propriedades tteis ao capturar aspectos genéricos da estrutura da lingua-
gem.

Sobre o tltimo ponto elencado acima, vale destacar que a logica por tras do uso
de word embeddings ou modelos pré-treinados no PLN € de que, caso ndo haja dados dis-
poniveis suficientes que possam ser usados para obter conhecimento linguistico por conta
propria sobre os textos de um dominio, espera-se entdo que as informacdes necessarias
sobre estes textos sejam genéricas. Nesse caso, faz sentido reutilizar o que foi aprendido
pelas word embeddings pré-treinadas. Porém, deve-se sempre levar em consideragdo o
tipo de corpus ou corpora usado para obter as word embeddings pré-treinadas, visto que
nem sempre € tdo “genérico” assim. Por exemplo, caso o conjunto de dados usado nas
word embeddings pré-treinadas seja formado inerentemente por artigos de noticias, que
de certa forma tendem a ser formais, e pretende-se usar esses vetores em mensagens de
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textos que s@o mais informais, o0 modelo final pode ndo performar muito bem, visto que a
linguagem ¢ usada de forma distinta em cada um desses cendrios.

Também € possivel adaptar word embeddings pré-treinadas aos dados especificos
de tarefas, realizando fine-tuning (ajuste) dos embeddings treinando-os com toda a rede
responsavel por resolver a tarefa. Isso pode trazer ganhos de desempenho, embora talvez
nao enormes [Voita 2020]. Todo esse processo tornou-se comum € possivel gragas a uma
técnica chamada de Transfer Learning (Transferéncia de Aprendizagem). Atualmente, o
Transfer Learning € a drea de PLN mais popular tanto na academia quanto na industria.
A 1ideia geral por trds dessa técnica € de justamente “transferir conhecimento” de uma
tarefa de origem para uma tarefa de interesse/destino [Voita 2020]. Por meio das word
embeddings pré-treinadas, o conhecimento dos dados de treinamento € “transferido” para
um modelo especifico de uma certa tarefa.

A Tabela[I.I|descreve os diferentes métodos de representagdes por bag-of-words e
word embeddings estaticas apresentados até aqui, juntamente com o BERT e outras word
embeddings contextuais importantes, considerando cinco propriedades principais:

1. Considera a ordem das palavras. Como visto na secio sobre [Representacao por|
o modelo de bag-of-bigrams é bem limitado em relacdo a ordem
das palavras num texto. A auto-atencdo € um mecanismo de processamento de
conjuntos e foca nas relagdes entre pares de elementos de sequéncia, assim, nao
sabe quais elementos ocorrem no inicio, no fim ou no meio de uma sequéncia.
Apesar da auto-atencdo fazer parte da composi¢cdo de Transformers, e de outros
modelos que usam tal arquitetura, como BERT e GPT-3 [Brown et al. 2020, todos
estes consideram a ordem das palavras.

2. Lida com palavras OOV. O simbolo — destaca os métodos que ndo tratam OOV

completamente. De fato, ELMo e BERT tratam palavras OOV apenas se os fokens
em questdao nao forem raros.

3. E contextual. Propriedade que significa que a representacdo de uma palavra € ob-
tida olhando para seu contexto, ou seja, quando € uma word embedding contextual.

4. Possui treinamento auto-supervisionado. Comumente, a tarefa usada para treinar
uma word embedding é auto-supervisionada. Isso significa que uma tarefa supervi-
sionada € extraida automaticamente de um conjunto de dados nao rotulado.

1.6. Além da Representacao Textual: Problemas de Aprendizagem Profunda
em PLN

Na pratica, todas as ferramentas necessdrias para lidar com a maioria das tarefas do Pro-

cessamento de Linguagem Natural foram apresentadas. Contudo, elas ndo foram vistas

em acdo. Nesta secdo, a experiéncia € aprofundada a partir da abordagem de problemas
mais tradicionais e bem-sucedidos do PLN, apresentados a seguir.
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Tabela 1.1. Propriedades alto nivel de varias técnicas de representacdes tex-
tuais. Adaptado de [Torregrossa et al. 2021]. Significado dos simbolos: (v), a
propriedade é aplicavel a técnica; (—), a propriedade possui certas limitacoes;
(X), a propriedade nao é aplicavel a técnica.

Técnica de Considera a Lida com £ contextual Possui treinamento
word embedding ordem das palavras palavras OOV auto-supervisionado
Bag-of-unigrams
Bag-of-bigrams

GloVe [Pennington et al. 2014]
Word2Vec [Mikolov et al. 2013]
fastText [Bojanowski et al. 2017]
ELMo [Neumann et al. 2018
Flair [Akbik et al. 2018]

BERT [Devlin et al. 2018]
GPT-3 [Brown et al. 2020]

X[ X

IS XXX X

ANESESESA SR SRR
SN S XXX
ANENENENENENENPS

1.6.1. Pipeline de PLN

O codificador-decodificador € o paradigma da modelagem padrdo para tarefas de sequence-
to-sequence, conforme explicado brevemente na Secgdo [[.2.1] Um modelo sequence-to-
sequence usa uma sequéncia como entrada (geralmente frases ou pardgrafos) e a trans-
forma em uma sequéncia completamente diferente. Essa € a tarefa central de muitas das
aplicacdes mais bem-sucedidas do PLN, como Traducdo Automadtica, Sumarizacdo de
Sentencas, chatbots, Geracdo de Textos, etc. A estrutura dessa modelagem consiste em
dois componentes principais:

* Codificador, que constr6i uma representacdo a partir da sequéncia de entrada e a
passa ao decodificador. Depois que os tokens de entrada sio mapeados em um es-
paco vetorial (word embeddings ou outros tipos de embeddings), os vetores passam
por uma camada de codificador para compactar todas as informagdes em um vetor
de comprimento fixo. Normalmente, um codificador € feito de redes do tipo RNN,
como LSTMs.

* Decodificador usa a representacdo precedente do codificador para gerar a sequén-
cia de saida. A camada do decodificador produz a sequéncia de saida de tokens
com base no vetor codificado. Essa camada também ¢é geralmente construida com
arquiteturas RNN.

Mesmo que uma tarefa ndo seja um problema sequence-to-sequence, a modelagem
ainda € relevante e pode ser utilizada para resolver outros problemas. Por exemplo, a
tarefa de NER ndo se encaixa nesse tipo de abordagem, mas a estrutura de codificador-
decodificador € usada para resolvé-la, sendo a saida uma sequéncia de entidades para cada
token da sentenca de entrada.

A Figura[I.T5|demonstra como um pipeline de um modelo de Aprendizagem Pro-
funda pode ser construido para o PLN, e deve ser lida de baixo para cima. Inicialmente, os
textos de entrada (frases, pardgrafos ou documentos completos) precisam ser convertidos
em alguma abordagem de representacdo textual. Essa etapa no pipeline € tradicional-
mente conhecida como camada de embedding (embedding layer), e a maioria das aplica-
coes modernas de PLN iniciam com esta camada. Em seguida, a representacao em forma
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de vetores € passada ao codificador. Boa parte das tarefas simples de PLN terminam ai,
como Classificagdo de Texto, uma vez que, depois do codificador, ndo é necessario en-
tender mais nada sobre a sequéncia dos tokens de entrada, apenas converter a saida do
codificador para um valor fixo (como 0 ou 1). O decodificador torna-se necessario caso
seja preciso literalmente decodificar as representagdes vetoriais aprendidas pelo codifica-
dor em textos ou classes.

i PLN
Saida(s) Pipeline
4 T
1
e R e S o= \ Decodificador: dependendo
1 Decodificador I da tarefa, torna-se necessario
| 1 sua utilizagao (ex.: converte a
| O O O O O O O O O O 1 saida da rede neural para uma
e 7 - sequéncia de tokens)
:
1
Codificador Codificador: modelo de rede

neural que resolve a (ou boa

Modelo de Rede Neural parte da) tarefa

I A IR R

Representagao textual:
entrada vetorial para o modelo
de rede neural

Lttt 1 1

gato cacou o rato

Sequéncia de tokens

O gato cagou o rato. Texto de entrada

Figura 1.15. Pipeline geral de um modelo de Aprendizagem Profunda para o PLN.

Imagine o seguinte: o codificador recebe vetores que possuem internamente in-
formacdes sobre as relacdes das palavras e usa-os por intermédio de uma rede neural para
entender mais ainda sobre o seu significado. A saida desse codificador ainda serdo ve-
tores, € bem mais complexos. Entdo, como decodificar essa complexidade em algo que
ndo seja vetorial, tal como aquele texto de entrada, e que ainda resolva a tarefa? Por isso
que o decodificador € necessdrio. Um detalhe importante é que um decodificador precisa
ser uma rede neural, diferente ou semelhante da usada pelo codificador, ou um modelo de
Aprendizagem de Mdaquina. Isso explica porque, dependendo da tarefa de Classificagio
de Texto, um decodificador ndo torna-se necessario, ja que nao € fundamental o uso de
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uma rede neural para converter vetores para valores inteiros.

Além da nido utilizacdo obrigatdria do decodificador para determinadas tarefas,
nem sempre essa estrutura € necessaria quando a representacdo textual escolhida (vide
o uso do BERT, explanado na Secdo ¢ autossuficiente para conseguir resolver o
problema. Porém, o pipeline ainda é valido para caso a representacio textual aplicada
ndo consiga obter informacdes especificas e suficientes sobre os textos de entrada. O
pipeline apresentado € usado como base para resolucao das tarefas de |Classificacao de]
[Textos| e [Sumarizacdo de Sentencas| descritas nas se¢des a seguir. Em cada tarefa, é
destacado o que muda no pipeline geral, em relacdo aos tipos de embeddings, a rede que
serd usada no codificador, se possui um decodificador, etc.

1.6.2. Classificacao de Textos

De certa forma, Classificacdo de Textos € uma das tarefas menos complexas do PLN:
dado um texto, existe uma classe que pode ser atribuida a ele. Existem diversos exemplos
para esse problema, como dizer se uma opinido sobre um produto € positiva ou negativa,
identificar o tema de uma noticia, categorizar uma noticia como verdadeira ou falsa (fake
news), etc.

Uma das aplicagdes mais recorrentes para o problema de Classificacdao de Textos
¢ a Andlise de Sentimentos, que busca identificar conteido de opinido, e determinar o
sentimento, percep¢ao ou atitude do publico em relagdo ao alvo desta opinido. O IMDb
(Internet Movie Databaseﬂ € um banco de dados online muito utilizado para o trei-
namento de modelos que resolvem esse tipo de problema. Um dos conjuntos de dados
existentes baseados no IMDb é composto por resenhas de filmes em formato de texto e
o sentimento associado a uma determinada resenha como classe (1 se for positivo e 0 se
negativo).

A Figura[I.T6]apresenta uma arquitetura simples para o treinamento de um modelo
para a tarefa de Andlise de Sentimentos, seguindo o pipeline basico da Figura A
sequéncia de fokens é codificada para bag-of-bigrams, em conformidade com o que foi
explanado na Secdo[I.4.2]e recomendado por [Chollet 2021]].

Os embeddings gerados com bag-of-bigrams sdo utilizados por uma rede BiLSTM
que fard o papel de codificador da resenha inicial. Uma vez que o modelo tenha sido
treinado, uma etapa de decodificacdo é necessdria para gerar a saida condizente com o
problema inicial: como a defini¢do da tarefa descreve que o sentimento € bindrio (positivo
ou negativo), um Perceptron convencional € utilizado; caso a saida definida pertencesse a
um conjunto finito de possibilidades, uma MLP poderia ser colocada como decodificador.

Todo o processo de leitura e padroniza¢do do conjunto de dados, montagem em
c6digo do modelo ilustrado na Figura [I.T6] treinamento e avaliago, estd documentado e
descrito no repositério docursohttps://github.com/barbaraneves/nlp-course—jai22/

tree/main/secO6-problemas—-pln/classific-de-texto.

BShttps://keras.io/api/datasets/imdb/
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melhor filme Peter Jackson

O melhor filme de Peter Jackson

Figura 1.16. Modelo baseline para Classificacao Binaria de Textos. A sentenca
exemplo “O melhor filme de Peter Jackson” é classificada como uma opiniao
positiva (valor 1.0).

1.6.3. Sumarizacao de Sentencas

A tarefa de Sumarizacido de Sentencas [Wang et al. 2017]] consiste em criar uma versao
reduzida de uma determinada sentenca original (com relagdo ao nimero de palavras) for-
necida como entrada, de tal forma que a compressdo gerada obedeca as duas seguintes
regras: a sentencga gerada deve manter todas as principais informagdes do texto original
e deve ser gramaticamente correta. Chama-se de compressao vélida as sentencas geradas
que obedecem a essas regras.

Existem dois tipos distintos de sumarizacao de sentengas: extrativos ou abstrativos
[Tas and Kiyani 2007]]. A sumarizacdo extrativa permite apenas a operacdo de remog¢ao
de palavras, sem alterar a ordem das palavras na compressdo resultante com relacdo a
sentenga original. Por exemplo, a frase “Eu amo muito chocolate branco.” pode ser com-
primida para “Eu amo chocolate”. Nessa compressao, as palavras muito e branco foram
removidas e a posicao das palavras restantes com relagdo a sentenga original foi mantida.
A sumarizagdo abstrativa gera compressoes por meio da geragcdo de linguagem natural a
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partir da sentenga original, sem restricdes com relagdo a remocao, ou reordenamento de
palavras ou inclusdo de novos termos. Por exemplo, a manchete “Milhares de caxemires
cantando slogans pro-Paquistdo no domingo participaram de um comicio para receber de
volta um lider separatista linha-dura que passou por tratamento de cancer em Mumbai.”
pode ter como compressdo a sentenca “Milhares participam de comicio para linha-dura
da Caxemira”.

Com o crescimento do poder computacional nos dltimos anos, o volume de textos
disponiveis na Web e a popularizacdo das redes neurais, diversos modelos de Aprendi-
zagem Profunda foram propostos para resolver a tarefa de Sumarizac¢do de Sentencas de
forma satisfatoria. A Figural|l.l/|apresenta uma das possiveis arquiteturas [Wang et al. 2017]]
que podem ser construidas para a tarefa de compressdo de sentencas e que seguem o pi-
peline delineado na Figura[I.T5] O conjunto de dados utilizado para resolugdo da tarefa
de compressdo ¢ composto por 10 mil pares sentenca/compressio extraidos do servigo
Google News [Filippova et al. 20135].

Saidas
[ 1
Pl P N B Pl
. 1_| ' 1_| l_o_l |_1_| |_°_| |_1_|
Codificador
BiLSTM

O © [0 O (0 [0 | @ s
Embeddings de
depedéncia de tipos

O O O O Word embeddings
Eu amo muito chocolate branco

‘( S S Z f T Representacao textual

Eu amo muito chocolate branco.

Figura 1.17. Arquitetura para o problema de Sumarizacdo de Sentencas. E ve-
rificado como a sentenca exemplo “Eu amo muito chocolate branco.” pode ser
sumarizada: o valor 1 indica que o token deve permanecer, e o valor 0 indica que
o token deve ser omitido da sumarizacao. Assim, “Eu amo chocolate.” trata-se
da sentenca sumarizada final.

Realizando a leitura de baixo para cima da Figura[[.17] tem-se a sentenga “Eu amo
muito chocolate branco.” que serd sumarizada. A sentenca passard por um processo de
padronizagdo (seguindo o fluxo apresentado na Secdo[I.3]), gerando uma sequéncia de fo-
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kens. Cada um dos tokens gerados € representado vetorialmente para serem fornecidos ao
codificador por uma pilha de embeddings, composta por: word embeddings, embeddings
de POS tagging, e embeddings de tipos de dependéncias das palavras. O codificador usa
uma BiLSTM padrao para processar os vetores de embeddings sequencialmente nas duas
direcdes da sentenca. Também € responsabilidade do codificador predizer a classe de cada
um dos fokens da sequéncia: 0, para caso o token deva ser omitido da sumarizagdo, e 1,
caso deva permanecer.

Observe que esse problema de sumarizacdo nao necessita de um decodificador,
apesar de retornar uma sequéncia de nimeros. Todo o processo de leitura e padroniza-
cdo do conjunto de dados, montagem em cdodigo do modelo ilustrado na Figura [1.17
treinamento e avaliacdo, estd documentado e descrito no repositério do curso https://
github.com/barbaraneves/nlp—-course—jai22/tree/main/sec06-problemas—-pln/

sumarizacao—de-sent.

1.7. Desafios de Pesquisa

Enquanto que o Processamento de Linguagem Natural tenta melhorar continuamente sua
capacidade de compreender computacionalmente palavras e sentengas, a linguagem hu-
mana € imensamente complexa, fluida e inconsistente, apresentando grandes obstdculos.

Por ser uma 4rea relativamente jovem, hd muito espago dentro do PLN para enge-
nheiros e empresas enfrentarem os iniimeros problemas ndo resolvidos que surgem com
a implanta¢do destes sistemas. Ao longo deste curso foi levantado que na Web existe uma
espécie de sobrecarga de informagdes, que representa vastos conjuntos de dados. Porém,
i$so ndo ocorre apenas na Web.

Setor publico. A organizacdo deste setor também possui uma geracdo de dados textuais
continua. Nos ultimos trés anos, a Universidade Federal do Ceara por meio do Insight
Data Science Lab trabalhou em parceria com alguns departamentos de Seguranca Publica
no Brasil para construir e implantar solu¢des para problemas relacionados ao PLN. Muitos
desses problemas envolviam a anélise e entendimento de Boletins de Ocorréncia (BOs). A
frequéncia de geragao desse tipo de texto, principalmente em locais com alta ocorréncia de
crimes, torna invidvel que profissionais desse dominio leiam e categorizem manualmente
todos os documentos relatados.

Os projetos de Pesquisa e Desenvolvimento em parceria com alguns departamen-
tos de Seguranca Publica envolviam: (i) tarefa de Reconhecimento de Entidade Nomeada
(NER), para extragdo das informacdes relevantes das narrativas de BOs, como vitimas,
criminosos e testemunhas; (ii) problema de Classificagdao de Textos a partir das narrativas
dos BOs, para categorizar em um tipo de crime, como furto, fraude ou roubo; (iii) e, dado
um BO, como identificar outros que apresentem narrativas semelhantes na base de dados
da Seguranca Publica, de forma que sejam identificados crimes com 0 mesmo modus ope-
randi. [[Neves Oliveira et al. 2022, [Zschornack R. S. et al. 2020, |da Silva et al. 2019] sdo
alguns dos trabalhos publicados nessa tematica.

Covid-19. A pandemia da Covid-19 exigiu dos governos medidas eficientes e dgeis para
mitigar os efeitos causados pela doenca. O Plantdo Coronavirus foi uma das solugdes
desenvolvidas e disponibilizadas para a populacdo no estado do Ceard. A plataforma
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possui tecnologia de chatbot, permitindo que o usudrio mantenha um bate-papo com um
sistema de Inteligéncia Artificial, podendo ser redirecionado para um atendimento virtual
com um humano (médico ou enfermeiro).

Ainda voltado para o setor publico, o modelo Sinfomatic [Da Silva et al. 2020] foi
desenvolvido para processar textos em linguagem natural provenientes do Plantdo Co-
ronavirus e detectando sintomas. Devido a possiveis mutacdes do virus e consequente
aparecimento de novos sintomas, o Sinfomatic proporcionou avangos para entender me-
lhor a doenga no Ceard. Por possuir a capacidade de reconhecer novos padrdes, o modelo
identificou uma alta frequéncia de comportamentos psicolégicos alterados, como ansie-
dade, angustia e tristeza, em usudrios positivos ou ndo para a Covid-19. A ferramenta
mostrou, portanto, a necessidade do estado ampliar o atendimento através do canal para o
cuidado com a satide mental da populagio.

Impacto social. O caso de sucesso mencionado anteriormente sobre o Plantdao Corona-
virus e o Sintomatic foi publicado no livro A Era dos Dados no Setor Piblico®®, uma
parceria da Universidade Federal do Cear4, Iris - Laboratério de Inovac¢io Dados do Go-
verno do Estado do Ceard, Social Good Brasil e AWS Institute. Outras publicacdes nessa
tematica foram [Junior et al. 2021]] e [Mendes de Melo et al. 2021]].

Outros desafios. Independente da origem e temdtica dos textos produzidos, a extracdo
de conhecimento em textos traz varios desafios, tais como: o tempo de desenvolvimento
necessdrio para criacdo de um sistema de PLN; modelos que devem ser capazes de usar o
contexto das sentengas para compreender ambiguidades; dependendo do idioma, modelos
de PLN podem ser completamente diferentes; como identificar vieses presentes em textos;
e, como tratar palavras que possuem significados diferentes dependendo do contexto.

Esses desafios tém sido amplamente investigados pela comunidade em geral de
PLN.

1.8. Consideracoes Finais

O presente capitulo apresentou como técnicas de Aprendizagem Profunda podem ser uti-
lizadas para resolver diversos tipos de tarefas de Processamento de Linguagem Natural.
As secdes apresentaram inicialmente os fundamentos necessarios sobre Aprendizagem
Profunda e como os textos utilizados como fontes de dados devem ser processados para
que possa isolar suas caracteristicas mais importantes. Em seguida, foram mostradas as
diversas formas de representar, vetorialmente, textos e suas palavras. Por fim, foram
apresentadas duas arquiteturas para resolver os problemas de Classificacdo de Textos e
Sumariza¢do de Sentencas baseadas em um pipeline genérico que tarefas de PLN tendem
a seguir.

Dada a expressividade da drea de Processamento de Linguagem Natural, vérios
assuntos deixaram de ser abordados neste capitulo. Um dos aspectos que muitos pesqui-
sadores vém investigando € o treinamento de modelos para tarefas de PLN em dominios
especificos e que possuem uma pequena quantidade de dados anotados. Para isso, técnicas
de Transfer Learning e Meta-Learning [Hospedales et al. 2020]] t€ém sido desenvolvidas.

3https://irislab.ce.gov.br/wp-content/uploads/2021/09/
LIVRO-DIGITAL-A-Era-dos—-Dados—-para-o-Setor-Pu%CC%8lblico.pdf
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Algumas tarefas importantes também ndo foram abordadas, como Traducdo de Textos,
Reconhecimento de Entidades Nomeadas, e suas resolucdes com arquiteturas mais mo-
dernas de representacdes textuais, como BERT, ELMo, e Flair.

Cédigo do curso. Todos os codigos e ilustragdes deste capitulo estdo disponiveis no
repositorio https://github.com/barbaraneves/nlp-course—jai22.
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Capitulo

2

Estratégias ageis aplicadas a projetos de PD&I: da
teoria a pratica

Andre L L Aquino, Givanildo Nascimento-Jr., Fabiane Queiroz

Abstract

Research projects with collaboration between research organizations and the industry re-
quire new project management techniques that follow the evolution of research activities
and how these activities meet the industry’s innovation needs. The industry sector has
already incorporated agile methodologies in its development processes in different con-
texts and competitive situations. However, scientific organizations still remain in their old
ways of working, following research protocols, with little attention to the collaborative
challenges involved in their processes. Recent studies assess how these methodologies
contribute to collaborative management in scientific research processes. In this sense, we
present the main challenges, concepts, and case studies of the adoption of agile strate-
gies, in particular the framework Scrum, in collaborative and multidisciplinary research
focused on technological innovation.

Resumo

Projetos de PD&I com colaboragdo entre organizagoes de pesquisa e a industria, reque-
rem técnicas de gerenciamento de projetos que acompanhem a evolugcdo das atividades
de pesquisa e o quanto estas atividades estdo atendendo as necessidades de inovacdo do
mercado. O setor produtivo, em contextos e situagcoes competitivas totalmente diferentes,
Jjd incorporaram estratégias dgeis em seus processos de desenvolvimento. Contudo, or-
ganizagoes cientificas ainda permanecem em suas antigas formas de trabalhar, seguindo
protocolos de pesquisa, com pouca atengdo para os desafios colaborativos envolvidos nos
seus processos. Estudos recentes avaliam como a aplicagdo de estratégias dgeis contribui
para a gestdo colaborativa e coordenagdo de tarefas em processos de pesquisa cientifica.
Neste sentido, apresentaremos os principais desafios, conceitos, relatos e estudos de caso
da adogdo de estratégias dgeis, em particular o framework Scrum, em pesquisa cientifica
voltada para producdo de inovacdo tecnologica.
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2.1. Introducao

O Manual de Frascati [OECD 20135] € a principal referéncia para estudos, andlises, levan-
tamentos e comparagdes de competitividade entre empresas e paises no que se refere a
atividades de Pesquisa e Desenvolvimento experimental, frequentemente referidas como
atividades de P&D. De acordo com o manual, estas atividades sdo definidas pelo traba-
lho criativo empregado de forma sistemdtica, com o objetivo de aumentar o volume de
conhecimento do homem, da cultura e da sociedade.

O propésito da P&D nao pode ser alcancado através da simples aplicagdo direta
de um conhecimento previamente produzido. E necessario originar/disseminar conheci-
mento. A P&D € conduzida de forma sistemdtica, por meio de metodologias bem defini-
das, como o método cientifico, afim de gerar novas aplicagdes. Caso qualquer um desses
fatores sejam ignorados, a atividade desenvolvida pode comprometer seu objetivo quanto
a proposic¢ao de solugdes de P&D.

O termo P&D abrange atividades de pesquisa bésica e/ou aplicada e desenvolvi-
mento experimental. A pesquisa bdsica € um trabalho experimental ou tedrico realizado
principalmente para adquirir novos conhecimentos sobre os fundamentos subjacentes dos
fendmenos e fatos observaveis, sem qualquer aplicacdo ou uso particular em vista. A
pesquisa aplicada também € uma investigacao original empreendida com o objetivo de
adquirir novos conhecimentos. No entanto, é dirigido principalmente para um fim ou
objetivo pratico especifico. O desenvolvimento experimental é um trabalho sistematico,
com base no conhecimento existente obtido em pesquisa e/ou experiéncia pratica, que €
direcionado para a producio de novos materiais, produtos ou dispositivos, para a instala-
cdo de novos processos, sistemas e servicos, ou para melhorar substancialmente aqueles
J& produzidos ou instalados.

Podemos conceituar a atividade de inovacdo tecnoldgica como a concepcdo de
novo produto ou processo de fabricacdo, bem como a agregacido de novas funcionalida-
des ou caracteristicas ao produto ou processo, que implique em melhorias incrementais e
efetivo ganho de qualidade ou produtividade, resultando em uma maior competitividade
no setor produtivo. Segundo o manual de Frascati [OECD 2015]], atividades de Pesquisa,
Desenvolvimento e Inovagido (PD&I) estdo inseridas em um contexto de inovagao tec-
noldgica que incorpora, além de atividades de P&D, acOes no ambito organizacional,
financeiro e comercial, que levam a implementacdo de produtos ou processos inovadores.

A colaboragdo baseada em equipes é um fator critico no desenvolvimento de ati-
vidades de P&D multidisciplinar. A aplicacdo de boas praticas em pesquisa indica que o
trabalho em equipe e a colaboracdo dominam a produ¢do de conhecimento em organiza-
coes académicas, como podemos observar nas diversas redes internacionais de pesquisa
em larga escala [[Cooke and Hilton 2015]]. A colaboragdo em atividades de PD&I pode
ser vista como um processo que nao envolve apenas diferentes institui¢des de pesquisa,
mas que se expandem para incluir colabora¢do com o setor produtivo (empresas publicas
e privadas), governos que definem as politicas publicas de inovagdo e sociedade civil que
se beneficia da inovacdo. Em PD&I, podemos ter empresas e equipes multidisciplinares
de cientistas trabalhando colaborativamente em projetos compartilhados. O processo de
profissionalizacdo da PD&I em empresas, instituicoes e até mesmo nos paises vem se
tornando cada vez mais claro e objetivo.

56



In: ALMEIDA, E. S.; SANTORO, F. M. (org.). 412 Jornada de Atualizagdo em Informatica. Porto Alegre: SBC, 2022

Para as empresas absorverem efetivamente, elas podem adotar o conceito de escri-
tério de projetos. Escritério de Projetos ou Project Management Office (PMO) € uma es-
trutura organizacional centralizada e responsavel pelo gerenciamento de projeto em toda a
organizacdo ou em um departamento. Representa um corpo ou entidade organizacional a
qual sdo atribuidas vérias responsabilidades relacionadas ao gerenciamento centralizado
e coordenado dos projetos sob seu dominio. Existem diferentes tipos de Escritérios de
Projeto, com atribui¢Ges, responsabilidades e niveis de autoridade diferentes. Dentre as
possiveis atividades do Escritério de Projetos, podemos citar: suporte material, padro-
nizacdo de processos e procedimentos, criacdo de templates e modelos de documentos,
treinamento de gerentes e membros de equipes de projeto, realizacdo de mentoria, criaco
de um repositério de informacdes histdricas (inteligéncia organizacional), gestdo centra-
lizada de softwares de gerenciamento de projetos [Trentim 2017].

Os escritérios de projetos costumam ser classificados em trés tipos:

e Auténomo. trata-se de um Escritério de Projetos criado para dar suporte apenas a
um determinado Projeto ou Programa devido a importancia estratégica, vulto de re-
cursos ou mesmo exigéncia do cliente. Este PMO desapareceria ao final do projeto
ou programa;

* Setorial ou departamental. existe apenas dentro de um Departamento ou Divisdo
e € responsdvel pelo gerenciamento de projetos nesse ambito; e

* Corporativo. controla todos os projetos e programas da organizagdo, orientando
os processos e estabelecendo os padroes de gerenciamento de projetos.

O setor produtivo busca cada vez mais solugdes para aumentar seu grau de ino-
vacdo, sua produtividade e sua competitividade no setor produtivo. Existem diversos
instrumentos de estimulo as atividades de PD&I, tais como o desenvolvimento de politi-
cas publicas para a realizacdo de atividades de benchmarking e o apoio nas defini¢des de
estratégias de competitividade para paises e empresas. Por exemplo a Lei no 11.196, de
21 de novembro de 2005, conhecida como Lei do Bem, que institui incentivos fiscais a
empresas que promovam pesquisa e desenvolvimento de inovacao tecnoldgica.

A colaboragdo continua e de longo prazo entre o setor produtivo e as institui-
coes de pesquisa € crucial para desenvolver pesquisa de qualidade em dreas especificas, a
exemplo do desenvolvimento de softwares, que encapsula solugdes de pesquisa. Apesar
dos muitos beneficios mutuos, essa colaboracdo é muitas vezes desafiadora, ndo apenas
devido aos objetivos diferentes, mas também devido ao ritmo diferente na execucdo de
processos € na entrega dos resultados. Diante do exposto, ndo € dificil imaginar que
projetos de PD&I com colaboracdo baseada em equipes, que envolvam organizagdes de
pesquisa e o setor produtivo, requerem novas técnicas de gerenciamento de projetos que
acompanhem a evolugdo das atividades e analisem o quanto estas atividades estdo aten-
dendo as necessidades de inovagdo. O gerenciamento agil de projetos ou metodologia de
desenvolvimento 4gil trata-se de uma abordagem iterativa para gerenciamento de projetos
que ajuda as equipes a entregar valor aos seus contratantes mais rapidamente e com menos
dores de cabeca. A industria de desenvolvimento de software ja possui como premissa a
adoc¢do de estratégias dgeis em seus processos de desenvolvimento e entrega.
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Ao se deparar com a oportunidade de se desenvolver um projeto de PD&I, sempre
temos como base a seguinte pergunta:

Como conduzir projetos de PD&I a fim de aumentar a sinergia e produtivi-
dade entre os envolvidos?

Nossa principal hipétese € a de que, por intermédio de métodos dgeis € possivel melhorar
a sinergia e aumentar a produtividade destes dois atores quanto a execucao de projetos
de PD&I. Para validar essa hipétese identificaremos e apresentaremos, neste trabalho,
varios casos, bem como nossa experiéncia em adaptacdes das estratégias dgeis para o
desenvolvimento de projetos de PD&I.

Os institutos de pesquisa sdo muitas vezes considerados como um farol para a
inovacao nas empresas. Parcerias entre os institutos de pesquisa e o setor produtivo sio
fortemente estimuladas, principalmente apds a popularizacdo da Ciéncia dos Dados e
Inteligéncia Artificial, cujos problemas demandam solugdes complexas e especificas, em
detrimento das “solucdes de prateleira” [Atta-Owusu et al. 2021]]. Como forma de melho-
rar a qualidade do processo de inovagao, produtividade, competitividade e as demandas
do setor produtivo, as empresas precisam agregar pessoas especializadas em suas equipes
(mestres ou doutores), ou fazer parcerias com os institutos de pesquisa por intermédio
de projetos de PD&I. Essa parcerias com institutos de pesquisa geram resultados positi-
vos e estimulam a criagdo e ado¢do de novos processos ou produtos. Diversos trabalhos
empiricos estudaram a implicacdo de pesquisas externas nos resultados de inovacdo de
uma empresa, concluindo que projetos de pesquisa realizados com instituicoes externas
afetam positivamente o sucesso de inovacdes de produtos [Grimpe and Kaiser 2010, Lee
et al. 2014,|Weber and Heidenreich 2018]].

Na proposi¢do e execucao de projetos de PD&I, trés atores se fazem muito presen-
tes: institutos de pesquisa, empresas publicas e privadas (representando o setor produtivo).
Cada um possui funcionamento e dinamica especificos que acarretam em divergéncias
quanto a execu¢do de projetos dessa natureza. Em particular nos institutos de pesquisa,
existe uma desconexao entre o que € desenvolvido e as necessidades do setor produtivo. O
objeto de estudo que envolve pesquisa cientifica é extremamente especifico e ndo possui
aplicabilidade direta no setor produtivo. Por outro lado, a necessidade do setor produtivo
(empresas publicas e privadas) engloba questdes, por vezes, de conhecimento comum nos
institutos de pesquisa e que ndo geram engajamento por parte dos pesquisadores.

Contudo, a cada dia temos observado um crescente uso de solugdes de Inteligén-
cia Artificial para a geracdo de conhecimento nas mais diversas aplicacdes e cendrios.
Com isso, o setor produtivo tem se posicionado cada vez mais para prover essas solucdes
que exigem uma especificidade cujas customizacdes e melhorias necessitam de conheci-
mentos de dominio restrito, muitas vezes encontrados apenas nos institutos de pesquisa.
Para suprir essa necessidade, o setor produtivo tem buscado duas alternativas: i. Contra-
tar profissionais extremamente qualificados, no caso, com mestrado e doutorado. Porém,
a composicao de uma equipe com esse perfil pode onera consideravelmente os projetos
desenvolvidos tornando-os dificeis de manter, uma vez que a solucdo pretendida pode
ser algo pontual e especifico; e ii. Contratar os institutos de pesquisa para desenvolver
projetos de PD&I com o objetivo de gerar um protétipo funcional da solugdo pretendida.
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Nesse cendrio, ao se contratar uma equipe de pesquisadores surge um problema
com a comunicagdo entre os envolvidos no projeto. Por um lado, temos os profissionais
do setor produtivo que costumam trabalhar de forma célere e preocupado com a entrega,
muito mais que a qualidade do que esté sendo feito e por outro lado, temos os pesquisado-
res que trabalham considerando uma metodologia cientifica que permite o0 embasamento
s6lido para o que se pretende fazer, logo preocupa-se mais com a qualidade dos resultados
do que com a celeridade da entrega.

Quando uma empresa publica € o elemento que busca solu¢gdes customizadas por
intermédio de projetos de PD&I com os institutos de pesquisa, a complexidade em nivel
de relacdes interpessoais e interdisciplinares aumentam consideravelmente. Essas empre-
sas em geral desenvolvem projetos com o setor produtivo regidos por licitacdes e normas
que exigem um acompanhamento minucioso de tudo o que foi especificado e com prazos
bem rigidos. O processo de P&D nem sempre ocorre como planejado, pois trata-se de
originar algo novo e complexo e que pode ser ajustado entre a sua proposicao até a sua
transferéncia. Além disso, o tempo necessario para se gerar resultados satisfatorios pode
ser de dificil dimensionamento ao se especificar previamente a solu¢do pretendida.

Esses problemas sdo relatados por diferentes pesquisadores de diferentes dreas e
localidades. Acreditamos que estes sejam os grandes gargalos no processo de desenvol-
vimento de pesquisa junto ao setor produtivo. Para mitigar esse problema, identificamos
que € necessdrio unir o melhor dos dois mundos, no que diz respeito a gestao dos proje-
tos, para que ambos os lados se beneficiem do processo e possam, assim, incrementar sua
produtividade de forma célere e sinérgica. Nesse sentido, a utilizacdo de métodos dgeis
(pratica usual no setor produtivo) aliada a metodologia cientifica (pratica usual nos insti-
tutos de pesquisa) seja o elemento catalisador para se executar projetos de forma integrada
e alcangar resultados satisfatérios. Ademais, para os cendrios de projetos envolvendo ins-
titutos de pesquisa e empresas publicas, a utilizacdo de métodos dgeis permite a execucao
de ciclos curtos, logo o rearranjo das especificacdes tornam-se mais flexiveis; e as en-
tregas a cada ciclo permite a composicao da solu¢do de forma incremental e um melhor
dimensionamento para o tempo de execucao.

H4 muito vivemos no Brasil e na América Latina numa repeti¢ao continua de ten-
tativas que produzem os mesmos erros. Politicas de curto prazo com consequéncias nega-
tivas no longo prazo parecem ser quase irresistiveis para os nossos politicos e tomadores
de decisdes. Ha que romper este ciclo focando o que nao podemos repetir [Mendes (org.)
2022[]. A vontade politica precisa ser sensivel ao papel da inovacdo e aos desafios de
médio e longo prazo.

Por fim, objetivamos agucar a curiosidade dos leitores em torno do uso de estra-
tégias ageis dentro de projetos de pesquisa, mais especificamente em projetos de PD&I
desenvolvidos em parceria com o setor produtivo. O restante do trabalho segue com as
seguintes se¢des: A Secdo [2.2] introduz conceitos importantes relativos a pesquisa cien-
tifica aplicada, a relacdo instituto de pesquisa e o setor produtivo no desenvolvimento de
projetos de PD&I, bem como aos seus desafios em ser dgil. A Secdo [2.3] conceitua o
gerenciamento 4gil de projetos, e detalha algumas das mais populares metodologias de
gerenciamento agil. A Secdo 2.4 mostra como as metodologias dgeis estdo sendo cada
vez mais utilizadas para fins organizacionais em projetos de PD&I. A Secdo 2.5 discute
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alguns exemplos da aplicagéo de metodologias no contexto de projeto de PD&I. Por m,
secao 2.6 apresenta as consideragdes nais.

2.2. Pesquisa cienti ca e seus desa os em ser agil

Diferentes organizagdes em contextos e situagdes competitivas adotaram rmemente me-
todologias ageis de trabalho.Rdoject Management Institui@®MI)?! relatou que a abor-

dagem agil estda sendo amplamente utilizada para praticas de gerenciamento de projetos,
nao apenas na industria sieftwaree isso tem impacto signi cativo no crescimento do ne-

gocio e no desempenho de projeto de diversas naturezas [Raharjo and Purwandari 2020].
Mas as atividades de PD&I em negdcios orientados pela ciéncia esta notavelmente ausente
dessa tendéncia. Embora praticas e conceitos ageis estejam transformando corporacdes
em todos os setores, departamentos cienti cos foram deixados, quase intocados, em suas
antigas formas de trabalhar, seguindo protocolos rigidos de pesquisa cienti ca com pouca
atencao para os desa 0s colaborativos envolvidos nos seus processos [di Fiori et al. 2019].
O mesmo pode-se esperar dos centros de pesquisa das universidades, que encontram-se
mais distantes ainda do ambiente dindmico e competitivo do setor produtivo.

Contudo, vale observamos que a pesquisa colaborativa € uma realidade em um
mundo globalizado. O uso de estratégias de colaboracdo em equipes de trabalho € um
fator critico em diversos campos e organizacfes de pesquisa, pois o conhecimento esta
sendo cada vez mais gerado por equipes de pesquisa multidisciplinares [Wagner et al.
2017]. Dados os desa 0s que a maioria dos grupos que desenvolvem projetos de PD&lI
estédo enfrentando, as estruturas ageis podem entregar um novo valor no suporte as equipes
ao longo de sua jornada, desde descobertas inovadoras até implementacdes comerciais
bem-sucedidas.

De forma geral, as metodologias ageis foram criadas a m de auxiliar no processo
de desenvolvimento dsftware contudo, elas vem sendo expandidas para outros tipos de
organizacdes e processos de gestdo do conhecimento [Ciric et al. 2018]. Nesse sentido,
elementos das metodologias ageis podem ser considerados como blocos de construcao
para solucBes de gerenciamento em geral. Esses elementos, combinados de uma nova
forma e quando adotados, resultam em uma metodologia agil especi ca para um deter-
minado cenério de producdo. Especi camente, para o desenvolvimento de projetos de
PD&l, existem varios aspectos que devem ser considerados ao se criar uma metodologia
agil especi ca para uma equipe. E fundamental que, ao incorporar diferentes elementos
das estratégias ageis, preserve-se as praticas usuais da metodologia cienti ca. Em sua
concepcao, projetos de PD&I consideram diferentes estratégias metodolégicas, nao ne-
cessariamente ageis, para o desenvolvimento da pesquisa. As principais etapas que sao
recorrentemente consideradas nessas estratégias de desenvolvimento de pesquisa cienti-
ca séo:

* ldenti cagéo do problema. Para o desenvolvimento de uma pesquisa, o problema
surge por intermédio de uma pergunta base. Tal pergunta pode ser elaborada le-
vando em conta: i. A experiéncia (curiosidade) dos pesquisadores; ii. Os resultados
prévios que nao conseguiram ser explicados; ou iii. Um problema em aberto apre-

Lhttps://www.pmi.org/



sentado pelo setor produtivo ou sociedade. As atividades de pesquisa que envolvem
projetos de PD&Il na area de Computacéo, estdo em torno do item iii. Aliado a
identi cacdo do problema, € comum termos hipéteses que precisam ser aceitas ou
refutadas ao m de uma pesquisa. Esse ponto, especi camente, pode tornar a pes-
guisa mais longa do que o aceitavel pelo setor produtivo, que demandam solucdes
de curto e médio prazo. Logo, para o desenvolvimento de pesquisa junto ao setor
produtivo é necessario considerar apenas as hipéteses que possam ser veri cadas
mais rapidamente.

» Levantamento do estado da arte Espera-se que tal levantamento ja tenha sido
feito antes mesmo de se identi car o problema, pois, como apresentado, 0s proble-
mas surgem por intermédio da experiéncia dos pesquisadores ou como continuagao
de uma pesquisa ja existente. Portanto, o tema a ser estudado ja € do dominio dos
pesquisadores. No entanto, para o caso de um projeto de PD&I, os problemas que
chegam até a equipe, ndo fazem parte da expertise dos pesquisadores. Portanto,
o levantamento é feito apos a identi cagéo do problema. Nesse ponto, metodolo-
gias e processos que facilitem o rapido levantamento do estado da arte se fazem
necessarios.

» Proposicéo de novas solu¢coe®ara uma pesquisa incremental, a proposicao de no-
vas solucdes perpassa por solucdes ja desenvolvidas em outras aplicacfes, adaptando-
as sempre de forma pautada na expertise e experiéncia dos pesquisadores. No en-
tanto, para uma equipe que desenvolve um projeto de PD&I, note que ndo neces-
sariamente ha uma evolucéo linear do conhecimento adquirido, como no caso do
pesquisador. Sendo assim, € fundamental a aplicagcdo de métodos e soluc¢des que
acelerem a identi cacdo do problema a ser resolvido. Geralmente, a solucédo ado-
tada envolve a reproducao do estado da arte ou de aplicacao direta de solucbes que
se assemelham ao problema que se esta investigando.

» Validacdo das solucfes propostasUma pesquisa, envolve diferentes métodos
(qualitativos ou quantitativos) para a validacédo de uma solucéo, seja em um ambi-
ente simulado ou real. Em todos os casos, o0 pesquisador tem liberdade para validar
as solucdes considerando diferentes ambientes e métodos que melhor se adéquem
ao ferramental disponivel. Além da validagédo anteriormente mencionada, em PD&lI
€ necessario veri car a robustez da solucdo em ambiente de producéo. Neste parti-
cular, a veri cacao de solucdes deftwareenvolve desempenho e escalabilidade.
Assim, quanto mais rapido se tiver um versdo veri cavel, mais rapido pode-se oti-
mizar, adaptar (nem sempre) e transferir as solu¢gdes para os cendrios de producdo
ou abandonar a estratégia adotada.

Recentemente, observou-se que a colaboracdo entre os institutos de pesquisa e 0
setor produtivo €, muitas vezes, evasiva [Atta-Owusu et al. 2021]. Uma razdo para que
isso ocorra pode ser dada pela existéncia de uma lacuna entre a producao cientica e
as necessidades do setor produtivo, seja pelo uso de diferentes metodologias de desen-
volvimento ou pela di culdade em integrar as solucdes criadas. Desta forma, podemos
assumir que projetos de PD&I envolvendo centros de pesquisa devem considerar, além da
exceléncia na qualidade da pesquisa desenvolvida, estratégias que estreitem os lacos com



o setor produtivo que carece de solugbes de curto e médio prazo. Dentre as estratégias
gue permitem uma melhor colaboracdo entre ambos os setores, encontra-se a aplicacéo
de métodos ageis de gerenciamento de projetos e pessoas [Hidalgo 2019].

No Brasil, a evolucéo da universidade foi marcada por dois acontecimentos revo-
lucionarios inter-relacionados. Inicialmente, tivemos a “primeira revolucado académica”,
gue consistiu na inclusao da pesquisa na universidade, ao lado das atividades previamente
de nidas de docéncia/ensino. Em seguida, veio a “segunda revolucdo académica” desen-
cadeada pelo envolvimento da universidade com o setor produtivo, além do ensino e da
pesquisa. Atualmente, mais de 95% da producéo cienti ca do Brasil nas bases internacio-
nais deve-se a capacidade de pesquisa de suas universidades pliBlfeas indiscutivel
gue a investigacao cienti ca € um importante motor da inovagao social e econémica, na
medida em que produz novos conhecimentos, competéncias e atitudes que sao cruciais
para o crescimento econdmico e o desenvolvimento tecnolégico do pais. Dessa forma, a
universidade, por consequéncia tornou-se esse motor.

Antes de falarmos sobre 0s desa 0s que as universidades, ou os institutos de pes-
qguisa em geral, enfrentam para aplicar métodos ageis em seus projetos de PD&l, é im-
portante entendermos sobre o caminho existente entre a pesquisa cienti ca e a inovacao
e como funciona a colaboracdo entre os institutos de pesquisa e o setor produtivo. Sao
as restricbes existentes nestes cenarios que, majoritariamente, impulsionam a adoc¢éo de
métodos de gerenciamento agil no contexto da relacao institutos de pesquisa e o setor
produtivo.

Primeiramente, vale deixarmos claro o conceito amplo de inovacdo que estamos
discutindo. Tratamos por projetos de inovacao aqueles considerados como projetos em
institutos de pesquisa com o objetivo de algum tipo de comercializacéo (que caracteriza a
atividade de inovacgéo, segundo o proprio manual de Frascati [OECD 2015]) ou projetos
de pesquisa aplicada, ja que esta trata-se de uma investigacao original empreendida com
0 objetivo de adquirir novos conhecimentos, porém direcionada para um m objetivo,
pratico e especi co.

Os institutos de pesquisa sao uma importante fonte de geracédo de conhecimento
cienti co. Cada vez mais, o setor produtivo vem reconhecendo isso e buscando rmar ali-
ancas com institutos de pesquisa, ndo apenas para aprimorar sua base de conhecimento,
mas também obter vantagem competitiva no setor produtivo. Para facilitar as colabora-
¢Oes entre os institutos de pesquisa/universidades e o setor produtivo (dmgkEsity
Industry Collaborations UICs), muitos paises implementam politicas publicas que esti-
mulam o apoio nanceiro de empresas publicas e privadas para a alocacdo de recursos.
No Brasil, uma dessas politicas publicas trata-se da LE0r®73/2004 (Lei de Inovacéo)
gue estabelece medidas de incentivo a inovacéo e a pesquisa cienti ca e tecnoldgica no
ambiente produtivo, com vistas a capacitacdo e ao alcance da autonomia tecnoldgica e ao
desenvolvimento industrial do Pais, nos termos dos arts. 218 e 219 da Constituicdo. Ou-
tra lei bastante popular, trata-se da Leil1.196, de 21 de novembro de 2005, conhecida
comoLei do Bem que institui incentivos scais as empresas que promovam pesquisa e
desenvolvimento de inovacéo tecnoldgica.

2https://www.gov.br/capes/pt- br/centrais-de-conteudo/17012018- capes-incitesreport-final-pdf



Podemos ver que a inovacado se sustenta em um tripé que envolve institutos de
pesquisa, setor produtivo e instituicdes governamentais, através de suas politicas publi-
cas [Etzkowitz and Zhou 2017b]. Existem diversos modelos que implementam essa rela-
cao, a exemplo do modelo da Hélice Triplice que oferece uma metodologia para buscar
por pontos fortes e fracos locais e preencher lacunas nas relacdes entre institutos de pes-
quisa, setor produtivo e governos, objetivando desenvolver uma estratégia de inovacao
bem-sucedida [Etzkowitz and Zhou 2017a]. A Figura 2.1 ilustra o funcionamento do
modelo da Hélice Triplice, bem como os papéis de cada ator envolvido no processo: aca-
demia, setor produtivo e governo.

Figura 2.1. Tripé da inovagdo (ou triangulo da inovagé@o) no modelo de Hélice
Triplice: Relagdo entre academia, setor produtivo e governo a m de desenvolver
estratégias de inovac@o bem-sucedidas. Fonte: Os préprios autores.

Contudo, por mais que 0s centros de pesquisa/universidades estejam no tripé da
inovacao, a gestdo metodoldgica de atividades de inovacdo ainda nao foi incorporada de
forma e ciente nas mesmas. Por exemplo, a transferéncia de tecnologia desenvolvida
dentro do ambiente universitario é frequentemente associada a transmisséo formal de in-
vencdes baseadas na ciéncia através do licenciamento de tecnologia patenteada a uma em-
presa. Este € um processo altamente sobrecarregado na maioria dos paises [Hayter et al.
2020]. Por mais que a pesquisa cienti ca desenvolvida nas universidades seja fonte reco-
nhecida de novos conhecimentos, e suas contribuicdes para a inovacao se manifestem por
meio da criacao e transferéncia de novas tecnologias originadas da pesquisa académica,
essa transferéncia ainda acontece através de longos procedimentos burocraticos [Yorda-
nova 2021].

Um trabalho muito interessante acerca dos fatores facilitadores das UICs foi apre-
sentado por Tseng et al. [Tseng et al. 2020] que estudou sobre os fatores que afetam o
desempenho de inovacao universitaria. Segundo os autores, para facilitar as colaboracées
entre os institutos de pesquisa e o setor produtivo, € necessario o0 apoio nanceiro do go-
verno e do setor produtivo para a alocagao de recursos. Portanto, o estudo investigou 0s
efeitos do nanciamento das UICs no desempenho da inovacao tecnoldgica das universi-
dades em Taiwan. Um total de 163 questionarios foram entregues a todas as universidades
taiwanesas o cialmente reconhecidas e 145 respostas foram recebidas, gerando uma taxa



de resposta de 88,96%. Uma motivacéo para o desenvolvimento dessa pesquisa veio do
fato de que o governo de Taiwan implementou uma variedade de politicas e programas
para melhorar a capacidade de inovacdo em pesquisa das universidades e preencher a la-
cuna entre pesquisa e o setor industrial. Algumas hipéteses foram levantadas e validadas
pelos autores desta pesquisa:

H1 O nanciamento de UICs in uencia positivamente o desempenho de inovacao tecno-
|6gica das universidades;

H2 Mecanismos e cazes de gestao de UICs in uenciam positivamente o nanciamento
da UIC;

H3 O clima de inovacao de UICs in uencia positivamente o nanciamento das UICs;

H4 UICs in uenciam positivamente o desempenho de inovac¢éo tecnoldgica das univer-
sidades;

H5 O efeito direto do nanciamento de UICs no desempenho da inovacao tecnoldgica das
universidades é positivamente moderado pelas recompensas que as UICs oferecem.

Com base nas relagdes entre essas hipoteses, um modelo de pesquisa foi apre-
sentado (Figura 2.2). A regressao dos minimos quadrados parciais (PLS) foi usada neste
estudo para testar as hipoteses da pesquisa. O estudo con rmou que 0 nanciamento das
UICs in uenciou signi cativamente a construcdo de ambientes de UICs bem desenvolvi-
dos dentro das universidades e o aprimoramento do desempenho da inovacédo tecnoldgica
(H1). Os resultados também mostraram que tanto o mecanismo formal de gestdo das
UICs (H2) quanto a implementacgé&o do clima de inovag&o das universidades (H3) afetam
positivamente o nanciamento das UICs. As recompensas nanceiras das UICs séo es-
senciais para afetar direta e positivamente o desempenho de inovacdo das universidades
(H4). O estudo mostrou, por m, que as recompensas nanceiras das UICs n&o apenas
mostraram um efeito direto no desempenho da inovacédo tecnoldgica das universidades,
mas também moderaram a relacéo entre o nanciamento da UIC e a producédo acadé-
mica. Em outras palavras, o nanciamento da UIC do governo e de parceiros industriais
em combinacdo com programas de recompensa justa péde facilitar um desempenho de
Inovagao mais intenso nas universidades (H5).

No Brasil, diversas universidades, junto a seus centros/agéncias de inovacéo, de-
senvolveram meios de estimular o desenvolvimento de a¢des de inovacao e empreende-
dorismo, a exemplo da AUSPIN - Agencia USP de Inovagida INOVA - Agéncia de
Inovacdo da Unicanfp Tais agéncias auxiliam pesquisadores em processos de de ni¢éo
de propriedade intelectual, transferéncia de tecnologia e a ns.

Ainda em um contexto nacional, Cardoso et al. [Cardoso et al. 2018] analisou,
de forma descritiva e qualitativa, os principais fatores facilitadores e restritivos no de-
senvolvimento de projetos de pesquisada da Universidade do Estado de Santa Catarina
(UDESC) em colaboracdo com empresas. Sua analise re etiu o olhar de 10 lideres de

Shttp://www.inovacao.usp.br/acoesauspin/
4https://www.inova.unicamp.br/



Figura 2.2. Modelo criado através das hipéteses colaborativas das UICs [Tseng
et al. 2020]

grupos de pesquisa e de 14 gestores de empresas. O fator facilitador mais citado pelos
lideres de grupos de pesquisa, entre o0s oito selecionados, foi “Recursos nanceiros adi-
cionais”, respondido por 70% (Figura 2.3). A AqQuisicdo ou acesso a recursos materiais
(ex: novos equipamentos) foi considerado por 60% dos pesquisados. O refor¢o da reputa-
¢ao e da imagem da universidade foi considerado por 40% dos pesquisados. Este reforgo
positivo também foi con rmado em pesquisas anteriores [Ankrah and AL-Tabbaa 2015],
considerando UICs em outros paises. As UICs promovem uma divulgacdo da imagem e
o reforgo da reputacéo da universidade na comunidade como um todo.

Figura 2.3. Fatores facilitadores das UICs na visdo dos lideres de grupos de
pesquisa [Cardoso et al. 2018].

Do ponto de vista das empresas, o fator facilitador mais citado foi o acesso a
pesquisadores quali cados (mestres e doutores) na area de interesse (57%). A localiza-
¢éo da universidade foi o segundo fator facilitador mais citado pelas empresas (50%).
Outros fatores facilitadores identi cados por 43% dos gestores de empresas foram, res-
pectivamente: i. A reducdo dos custos e/ou riscos envolvidos nos projetos de PD&l; ii.



O aprendizado e atualizacdo constante; iii. A possibilidade de resolucdo de problemas
especi cos da empresa; e iv. A possibilidade de transferéncia de tecnologia desenvolvida
na universidade.

Figura 2.4. Fatores facilitadores das UICs na visdo dos gestores de empre-
sas [Cardoso et al. 2018].

Os fatores restritivos apontados pelos lideres de grupos e projetos de pesquisa
envolvidas no estudo podem ser vistos na gura 2.5. A burocracia e morosidade juridico-
administrativa foi mencionado por 90% desses lideres. Segundo eles, o excesso de bu-
rocracia inibe a realizagcéo de parcerias com as empresas e, este fato, ligado aos aspectos
legais e formais, € uma das principais barreiras no processo de formacéo de UICs. Tam-
bém foi considerado que o processo burocratico também pode atrasar a transferéncia de
tecnologias e o cumprimento de objetivos da empresa, podendo gerar con itos e conduzir
a baixa produtividade. O pouco conhecimento das empresas em relacdo ao potencial e
capacidade da universidade e a complexidade de procedimentos envolvidos e a demora
nas compras de materiais e equipamentos utilizados nas pesquisas foram citados por 50%
dos lideres de grupos de pesquisa, respectivamente, como fatores restritivos nas UICs.
A visdo imediatista e de curto prazo por parte das empresas também foi considerada um
fator restritivo para 40% dos lideres de grupos de pesquisa.

Esse estudo também apontou os fatores restritivos mencionado pelas empresas
envolvidas nas UICs (Figura 2.6). Segundo Cardoso et al. [Cardoso et al. 2018], dos
oito fatores restritivos citados, quatro deles também foram mencionados pelos lideres de
grupos de pesquisa, a saber: i. Excesso de burocracia na universidade, citado por 50% dos
gestores de empresas e por 90% lideres de grupos de pesquisa; ii. Pouco conhecimento
do potencial e das capacidades instaladas na universidade, citado por 36% dos gestores
de empresas e por 50% dos lideres de grupos de pesquisa; iii. Imediatismo por parte do
setor produtivo na busca por resultados, citado por 43% dos gestores de empresas e por
40% dos lideres de grupos de pesquisa; e iv. Pouco conhecimento das leis que tratam
sobre cooperagdo com as universidades foi outro fator restritivo identi cado, citado por
36% dos gestores de empresas e por 20% dos lideres de grupos de pesquisa. Além do
excesso de burocracia na universidade, citado por 50% dos gestores de empresas, 0 pouco
conhecimento das linhas de pesquisa da universidade também foi outro fator restritivo
citado por 50% dos gestores que participaram da pesquisa.



Figura 2.5. Fatores restritivos das UICs na visdo dos lideres de grupos de pes-
quisa [Cardoso et al. 2018].

Figura 2.6. Fatores restritivos na visdo dos gestores de empresas [Cardoso et al. 2018].

Algumas questdes surgem quando analisamos os fatores levantados na pesquisa
citada acima: i. Os excessos de procedimentos burocraticos salientam a priorizagéo de
negociacdes de contratos em detrimento a atividade de colaboracdo? ii. O pouco co-
nhecimento do potencial e das capacidades instaladas na universidade nos evidenciam o
abismo que existe entre nossos centros de pesquisa e o0 setor produtivo? iii. A visdo do
imediatismo por parte do setor produtivo poderia ser amenizada com o advento de estra-
tégias de colaboracdo exiveis e interativas, que respondessem bem a mudancas? e iv. A
entrega frequente de soluc¢des durante o processo de desenvolvimento do projeto engajaria
0s envolvidos e geraria mais satisfacao?

O tradicional modelo em cascata € usado em institutos de pesquisa para o geren-
ciamento de projetos de PD&I. Existem algumas pesquisas que visam desenvolver inici-
ativas colaborativas de projetos de PD&I entre institutos de pesquisa e o0 setor produtivo,
apresentando uma abordagem hibrida de gerenciamento de projetos, com um conjunto de
praticas de gerenciamento de projetos distintas no contexto de tal colaboracéo.



Com base nas questdes levantadas podemos assumir que o uso de estratégias ageis
no desenvolvimentos desses projetos de UICs, podem vir a sanar muitos desses proble-
mas, hoje vistos como restricdes colaborativas. Por m, Yordanova et al. [Yordanova et al.
2019] apontou que uma das principais hipoteses do seu estudo é que projetos inovadores
implementados em organizacdes cienti cas requerem uma metodologia especi ca para
sua gestao bem sucedida e a criacdo de inovagfes sustentiveis. Metodologias exiveis
como as ageis sao ferramentas que tém sido implementadas com sucesso no setor produ-
tivo, especi camente para desenvolver e gerir a inovacao, e isso leva a supor que seriam
ferramentas de sucesso para criar e gerenciar a inovacado em organizacdes de pesquisa.

2.3. Estratégias ageis para o desenvolvimento de software

O gerenciamento agil, ou metodologia de desenvolvimento &gil, trata-se de uma aborda-
gem iterativa para gerenciamento de projetos que ajuda as equipes a entregar valor aos
seus contratantes mais rapidamente e com menos dores de cabeca. Para tanto, esta me-
todologia oferece suporte continuo e incremental na organizacéo e execuc¢ao das tarefas
prioritarias de trabalho, mesmo em face de possiveis mudancas [Cohen et al. 2004].

Os formatos de gerenciamento de projetos se encaixam em trés categorias princi-
pais:

1. Modelos preditivos Contemplam os modelos tradicionais em cascata (do inglés,
waterfall) e de nem, de maneira relativamente engessada, todo o escopo de cria-
¢ao, planejamento, implementacéao e testes de uma solucéo, executando consecuti-
vamente e em sua completude cada uma dessas etapas.

2. Modelos incrementais e iterativos Quebram a solucdo a ser entregue em escopos
menores e implementam um ciclo preditivo em cada escopo, separadamente. Nesse
caso, a solucao desenvolvida cresce a cada iteragéo do processo.

3. Modelos adaptativos Contemplam as metodologias ageis e sao incrementais e
iterativos, com ciclos de tempo reduzidos e de duracdo xa, cham@gdosts
EstasSprintstratam-se de modelos preditivos exiveis e orientadas a mudancas e
nao sdo engessadas.

Nosso foco esta na aplicacdo de modelos adaptativos (ageis) para o gerenciamento
de projetos PD&I. Porém, antes de entrarmos em mais detalhes sobre o que sdo esses
métodos ageis, comecemos pelo “porqué”:

Métodos ageis permitem que as organizacdes (do setor produtivo, da pes-
guisa cienti ca, educacionais, etc) lidem com mudancas continuas. Permite-
lhes orescer em um mundo cada vez mais volatil, incerto, complexo e ambi-
guo. A ascensao dos métodos ageis € impulsionada tanto pela paixdo daque-
les que amam trabalhar dessa maneira quanto por organizacdes que estao
fazendo uma descoberta transformadora: a Gnica maneira de lidar de forma
sustentavel em ambientes cada vez mais inovadores é adotar esses métodos.
As organizagfes devem se tornar tdo ageis quanto o contexto em rapida mu-
danca em que se encontram.



A priori, as metodologias ageis foram criadas a m de auxiliar no processo de de-
senvolvimento deoftwareno Ambito do setor produtivo. A medida que o gerenciamento
desoftwarese tornou um ponto central para o sucesso da maioria das empresas, métodos
ageis se tornaram a chave para o gerenciamento de tudo. As empresas deste setor abriram
mao do método de desenvolvimento em cascata, que apostava na entrega de um produto
através de um processo longo, engessado e de alto risco, e passaram a trabalhar com uma
equipe agil na entrega do produto desenvolvido com base em incrementos pequenos, mas
consumiveis e com riscos menores associados.

O modelo de desenvolvimento em cascata traz uma abordagem linear que envolve
etapas como: documentacdo de requisitos e analise do projeto (etapa de de ni¢édo); im-
plementacao e testes (etapa de construcdo) e implantacdo e manutencéo (etapa de lanca-
mento) (Figura 2.7, parte superior). Neste modelo, cada uma destas etapas representa um
estagio diferente no desenvolvimentosiddtware e estes estagios tendem a ser disjuntos
na linha do tempo, ou seja, cada estagio geralmente termina antes do proximo iniciar.
Por exemplo, os requisitos geralmente sdo revisados e aprovados pelo cliente antes que
a etapa de construcdo do projeto seja iniciada, ndo havendo espaco para alteracdo dos
mesmos em quaisquer etapas posteriores.

Figura 2.7. Modelo de desenvolvimento em cascata versus modelo de desenvol-
vimento agil [Pogrebnoy and Yatskevich 2022].

A metodologia agil (Figura 2.7, parte inferior), por outro lado, & bastante exivel e
permite que sejam feitas mudancas nos requisitos de desenvolvimento do projeto, mesmo
apos o planejamento inicial ter sido concluido. Ademais, no modelo em cascata, todas as
etapas de desenvolvimento do projeto sdo concluidas uma Unica Unica vez e quase nunca
revisadas e/ou alteradas, enquanto que, como parte da metodologia agil, elas seguem uma
abordagem de desenvolvimento iterativo. Como resultado, estas etapas podem aparecer
mais de uma vez durante todo o ciclo de vida do desenvolvimento.

Apesar de ter sua origem no desenvolvimentgafévare as metodologias ageis
vem cada vez mais se expandindo para outros tipos de organizacdes e processos de ges-
tdo do conhecimento. Atualmente, existem mais de quarenta variagdes de métodos 4geis,
faremos aqui uma breve explanacao sobre alguns desses métodos partindo da compreen-
sédo de que todos sao provenientes de uma mesma origem e buscam atender aos mesmos
principios e causas, resumidos no que conhecemos como manifesto agil.



Anteriormente a criagdo do manifesto agil, tais métodos eram popularmente co-
nhecidos como métodos de “peso leve” (do inglgghtweigh), enquanto que modelos
em cascata eram conhecidos como “peso pesado” (do ingésyweight Durante a
criacdo do manifesto, o termo “peso leve”, que parecia mais uma reacao ao modelo tra-
dicional e ndo uma metodologia em si, foi substituido por “agil”. E importante ent&o
percebermos que o gerenciamento agil trata-se de uma metodologia e ciente e ndo uma
anti-metodologia.

2.3.1. O manifesto agil

Como ja mencionado, os métodos ageis, inicialmente, constituiram-se de uma reacao as
formas tradicionais de desenvolvimentosiddtwaree partiram do reconhecimento da ne-
cessidade de uma alternativa para execucéo de processos de desenvolvirsefticade
complexos e orientados a documentacéo [Beck et al. 2001]. A partir de meados da dé-
cada de 90, alguns pro ssionais acharam o cumprimento dos passos do desenvolvimento
em cascata frustrantes ou até mesmo impossiveis [Highsmith and Highsmith 2002]. A
inovacao tecnoldgica tem por natureza a constante ascensao e evolugdo cada vez mais
rapida. Os clientes se tornaram cada vez mais incapazes de declarar de nitivamente suas
necessidades com antecedéncia. Contudo, ao mesmo tempo, passaram a esperar mais de
seusoftware Como resultado, varios consultores desenvolveram métodos e praticas de
forma independente para responder a mudanca inevitavel que estavam vivenciando. Esses
métodos ageis sdo na verdade uma colecédo de diferentes técnicas (ou praticas) que com-
partilham os mesmos valores e principios basicos. A m de fazelinkhntom o contexto

deste trabalho, vale salientar que os requisitos em um projeto de PD&I mudam frequen-
temente e em algumas situacdes, drasticamente. Tais mudancas também exigem a adoc¢ao
de metodologias de gerenciamento adaptativas e exiveis.

Em fevereiro de 2001, houve uma reunido que envolveu 17 representantes de
métodos como dextreme ProgrammingXP), Scrum,Dynamic Systems Development
Method (DSDM), Adaptive Software Developmer@rystal Feature-Driven Develop-
men{ Pragmatic Programminge outros métodos. Na pauta: discutir as semelhancas
e diferencas entre os métodos que utilizavam/defendiam. Foi observado que os pontos em
comum de seus métodos levavam a um consenso de suas praticas. A partir dessa grande
intersecdo em seus modelos de gerenciamento do desenvolvimesttfiveiEreem larga
escala, surgiu o termo “agil” e junto com ele, um manifesto com principios e valores que
até hoje servem como base para uma pratica de gerenciamento de projetos que prioriza
a e ciéncia, e cacia e exibilidade. Segundo os autores do manifesto agil [Beck et al.
2001]:

O movimento Agil ndo é anti-metodologia, contrario a isso, muitos de nés
guerem restaurar a credibilidade da palavra metodologia. Queremos resta-
belecer o equilibrio. Abragamos a modelagem, mas ndo para arquivar algum
diagrama em um repositorio corporativo empoeirado. Aceitamos a documen-
tacdo, mas ndo centenas de paginas de tomos nunca mantidos e raramente
usados. Planejamos, mas reconhecemos os limites do planejamento em um
ambiente turbulento.

A ndo- exibilidade do modelo em cascata, exigia uma grande quantidade de docu-



mentos, estendendo o processo de de ni¢cao do projeto. Tudo precisava ser documentado
seguindo rigidos protocolos de levantamento de requisitos e modelagem, fazendo com
gue as solucdes esoftwaremais complexos demorassem muito a serem desenvolvidas a
ponto de j4 ndo terem mais funcédo quando entregues. Dessa forma, um ponto em comum
gue justi cou a reunido em 2001 foi a busca por métodos que minimizassem a documen-
tacdo produzida no processo de desenvolvimentsoftevare Mas este ndo foi o Unico
problematico a ser discutido, outros pontos motivadores importantes foram: valorizacao
dos individuos envolvidos nas equipes de desenvolvimensofieare valorizacdo do

cliente e suas reais necessidades; valorizacdo da colaboracéo entre equipes de desenvol-
vimento e clientes; valorizacao da entrega de Produtos Minimos Viaveis (PMVs) durante
todo o processo do desenvolvimento.

A partir de todos esses pontos, originou-se o Manifesto Agil, com seus 4 valores
e 12 principios. A principal justi cativa para a criagdo do manifesto, veio da seguinte
premissa:

Estamos descobrindo maneiras melhores de desenvolver software fazendo-o
nés mesmos e ajudando outros a faze@ack et al. 2001].

A partir desta premissa, de natureza colaborativa, foram construidos os 4 valores do
“Agil”, sustentaculos do manifesto:

1. Individuos e interagcdes mais que processos e ferramenta&im fator crucial
de sucesso de um projeto reside nas relagdes pro ssionais entre as pessoas que
unem forgas na construcao e implementagao de um projeto. Dessa forma, observar
COmo essas pessoas interagem e imprimir boas préticas colaborativas dentro de um
time/equipe pode de nir 0 sucesso do projeto. No gerenciamento agil, essas intera-
¢Oes podem vir de conversas rapidas diarias e de atividadesidstormingpara
resolucéo de problemas e revisdes de andamento das atividades do time. Processos
e ferramentas continuam sendo importantes para o desenvolvimento de qualquer
tipo de produto e devem ser de nidos e utilizados durante todos os ciclos iterati-
vos da execucdo de um projeto, ainda que de forma simpli cada. Contudo, estes
nao podem substituir as interacées humanas e o gerenciamento agil prioriza estas
interacBes. Estratégias de colaboracdo estdo no cerne do agil, que tende a prezar
por estratégias que evitem desperdicio de tempo e recursos. Dessa forma, a m de
manter a agilidade, evita-se 0 uso “abusivo” de processos e ferramentas no lugar de
uma breve conversa, por exemplo.

2. Softwareem funcionamento mais que documentacgéo abrangent®&o contexto
de desenvolvimento, usoftwarefuncionando vale mais do que mil palavras do-
cumentadas. A partir dessa forma de pensamento, os representantes do manifesto
nos trazem a luz a importancia da simpli cacdo da documentacédo de um projeto.
Expandindo esse conceito para contextos diferentes, poderiamos substituir o termo.
“Softwarefuncionando” por “Solu¢des funcionando”. Nas proximas secoes foca-
remos em “Solu¢Bes funcionando” no contexto especi co do desenvolvimento de
projetos PD&lI, foco deste trabalho. Por hora, vamos nos ater a essa extrapolagéo
do termo para contextos mais genéricos de gerenciamento de projetos. O conjunto



de solugdes completas, entregues ao m da execucdo de um projeto, tendem a ser
produtos complexos, com regras de negocio e/ou protocolos de desenvolvimento
embutidos. A medida que tais solu¢des forem entregues, paulatinamente, em for-
mas de PMVs ao cliente, elas podem nortear os caminhos a serem tomados du-
rante a execucdao do projeto, evitando riscos de precisarem ser alteradas em ultima
instancia, em que, seu nivel de complexidade e dependéncia com outras solu¢des
entregues em conjunto, torne a alteracgao inviavel. Em sintese, a documentagéo do
projeto deve ser parte integrante das entregas de PMVs, contudo, solu¢des em fun-
cionamento entregue ao nal dos ciclos iterativos durante o projeto é o que tem
mais valor para o usuario nal da solucao desenvolvida.

. Colaboracé&o com o cliente mais que negociacao de contratoSegundo Cruz

[Cruz 2015], este talvez seja o valor mais facil de entender, contudo o mais dificil
de implementar. O autor justi ca sua a rmac¢ao sob a observacéo de que esta etapa
envolve o cliente, que apesar de ndo ter controle sobre a equipe atuante no projeto,
€ parte integrante do mesmo. Numa relacdo industria-ciéncia, por exemplo, para o
desenvolvimento de projetos PD&lI, o cliente, em geral, encontra-se do lado do setor
produtivo e busca por solugdes inovadoras e de curto e médio prazo, apesar de, ge-
ralmente, desconhecer as etapas do método cienti co implementadas na conducéo
de um projeto dessa natureza. Colaborar com o cliente implica em trazé-lo o mais
préximo o possivel do projeto, deixando transparentes questées de sucesso e risco.
Deixando explicito o que € possivel realizar e 0 que néo €, isso inclui ndo atender
deliberadamente as vontades e imaginacdo do cliente. Quando existe colaboragéo
entre o cliente e o time do projeto, ha transparéncia e, por consequéncia, ha mais
espaco para colaboracdo. Ou seja, esse ciclo colaborativo é retroalimentado. Um
projeto que mantém bos niveis colaborativos com o cliente, tende a engaja-lo mais
no sentido de fazer parte do time do que de punir o time por possiveis contratempos
ou falhas de comunicagédo. Se o cliente, ou suas partes interessadas, nao participa
colaborativamente de um projeto, ele pode desenvolver o que Cruz [Cruz 2015]
chama de miopia. Essa miopia implica em o cliente ndo enxergar as di culdades,
gargalos e/ou a capacidade real do time em realizar as tarefas vinculadas do pro-
jeto, o que acarreta em situacfes de cobrancas indevidas, puni¢cdes desnecessarias e
problemas de entendimento.

. Responder a mudancas mais que seguir um plan@e nos formos pensar nas si-
tuacdes extremas de respostas a mudancas, nés podemos ter uma equipe in exivel,
gue entregara um trabalho engessado e incongruente com o cenario de constantes
mudancas ou uma equipe que aceite qualquer “devaneio” que a faca mudar suas
atividades drasticamente, a ponto de se perderem no processo e nao atingirem seus
objetivos. Ambas as situa¢cbes ndo sdo adequadas ao andamento saudavel do ge-
renciamento de projeto, de qualquer natureza. No contexto da metodologia agil, a
resposta a mudancas deve ser implementada com moderacéo, planejamento, foco,
transparéncia e colaboracao junto ao cliente. A mudanca deve ser uma medida to-
mada conjuntamente, sob forte justi cativa. Os impactos da mudancga e 0s riscos
associados a ela devem estar sempre claros. Esse conjunto de diretrizes em torno
da mudanca, sdo primordiais para entregar valor as solu¢cdes em funcionamento de
um projeto.



Atender a uma mudanca e responder a ela no tempo correto, com a
velocidade adequada e na direcao certa € um beneficio para qualquer
projeto e pode ser o divisor de aguas entre o0 sucesso e o fracasso de um
projeto.[Cruz 2015]

Projetos de PD&I, por exemplo, apesar de seguirem rigidos protocolos estabeleci-
dos pela conduta cienti ca, sédo desenvolvidos a partir de hipéteses, que a depen-
der da conducao do desenvolvimento do projeto podem ser validadas ou ndo. Isso
implica que projetos dessa natureza, podem sofrer mudangas no percorrer de sua
implementacéo e, que considerar as diretrizes de resposta a mudancas nesse tipo de
projeto é fundamental para se obter um uma solu¢éo inovadora ao nal do mesmo.

Para os criadores do manifesto, os valores a esquerda do “mais que” séo as pre-
missas prioritariamente valoradas das metodologias de gerenciamento agil. Os valores
a direita, apesar de ndo serem excluidas do processo, hdo assumem protagonismos no
gerenciamento. Para nossos ns especi cos, vamos discutir sobre essas premissas para
além do contexto do desenvolvimento stEftware expandindo a discusséo para o con-
texto mais generalista do gerenciamento de projetos.

Além dos valores acima discutidos, o manifesto apresenta também 12 principios
que equivalem a um conjunto de fundamentos que complementam esses valores e refor-
¢am aimportancia da comunicacao e da satisfagédo dos individuos envolvidos no processo.
Além disso, também destaca-se a entrega continua em um ritmo saudavel e a funcionali-
dade produto entregue. Estes principios [Beck et al. 2001] estéo listados abaixo:

» Geragdo de valor Nossa maior prioridade é satisfazer o cliente, através da entrega
adiantada e continua deftwarede valor.

 Flexibilidade: Aceitar mudancas de requisitos, mesmo no m do desenvolvimento.
Processos ageis se adéguam as mudancas, para que o cliente possa tirar vantagens
competitivas.

» Frequéncia Entregar csoftwareem funcionamento com frequéncia, seja na escala
de semanas ou meses, dando preferéncia a periodos mais curtos.

» Unido: Tanto pessoas relacionadas a negocios como desenvolvedores devem traba-
lhar em conjunto, diariamente, durante todo o curso do projeto.

» Motivacdo: Construir projetos em torno de individuos motivados, dando a eles o
ambiente e o0 suporte necessario e con ando neles para fazer o trabalho.

» Comunicagdo O método mais e ciente e e caz de transmitir informagdes para e
entre uma equipe de desenvolvimento € por meio de conversa face a face.

» Funcionalidade Softwarefuncionando é a medida primaria de progresso.

 Sustentabilidade Os processos ageis promovem desenvolvimento sustentavel. Os
patrocinadores, desenvolvedores e usuarios devem ser capazes de manter um ritmo
constante inde nidamente.



Revisdo Continua atencao a exceléncia técnica e design aumenta a agilidade.

Simplicidade: A arte de maximizar a quantidade de trabalho que ndo precisou ser
feito.

Organizacda As melhores arquiteturas, requisitos e designs emergem de times
auto-organizaveis.

Autoavaliagda Em intervalos regulares, o time re ete em como car mais efetivo,
entdo, se ajustam e otimizam seu comportamento de acordo.

Vale rati car que o manifesto foi criado para ser efetivo em um contexto de de-
senvolvimento dsoftware Quando extrapola-se o contexto, € preciso veri car que prin-
cipios se adéquam ao mesmo e a partir dai, fazer um uso e ciente da metodologia agil.
Como ja foi apontado, atualmente, existem diversas variantes de métodos ageis que se
inspiram nos valores e principios do manifesto agil.Dentre os mais comumente utilizados
estdo os métodos Kanban [Kanban University 2021], XP [Beck and Andres 2004] e o
Scrum [Sutherland 2014]. Abaixo detalhamos pontos interessantes desses métodos, com
um foco maior ndrameworkScrum.

2.3.2. A metodologia Kanban

Extraimos do guia o cial do método Kanban [Kanban University 2021] os principais
conceitos e de nicao relacionados a esse método. Kanban é um método para gerenciar
todos os tipos de servicos pro ssionais, criado na década de 60 na empresa Toyota para
auxiliar em sua linha de producéo e hoje é utilizada nas mais diversas aplicagbes. Aos
gue sao habituados a utilizar esse método, é internalizado que ser& aplicado uma maneira
holistica de pensar sobre seus servicos com foco em melhora-los da perspectiva de seus
clientes.

Com o método Kanban, vocé visualiza o trabalho invisivel e como ele se move
em um uxo de um projeto. Isso ajuda a operar seus negdocios com e ciéncia, incluindo a
compreensao e o gerenciamento de riscos na entrega de seus servi¢os aos clientes. Com
Kanban, vocé e sua empresa desenvolverdo uma capacidade adaptativa ao longo do tempo
para responder melhor e mais rapidamente as mudancas nas necessidades e expectativas
de seus clientes ou em seu ambiente de negdcios. O Kanban é amplamente conhecido
pelo uso dentro das equipes, para aliviar a sobrecarga e ganhar o controle sobre o trabalho
realizado pela equipe. Quando usado com foco no servigo, o Kanban € uma ferramenta
e caz de desenvolvimento organizacional.

De forma geral, como apresentado na gura 2.8, o método Kanban possui 3 gru-
pos de principios gerais: Gerenciamento de mudancas; Prestacao de servicos; e Praticas
gerais. Especi camente os principios de gerenciamento de mudancas sdo comuns a todas
as implementacdes Kanban e consiste nos seguinte: i. Comece com o que vocé faz agora;
ii. Concorde em buscar melhorias por meio de evolu¢cdo e mudanca; e iii. Incentive atos
de lideranca em todos os niveis. Com base nesses principios, o Kanban busca melhorar a
maneira de se trabalhar usando diferentes formar de troca de informacgdes e colaboracao.
A proposta é que se tenham mudancas evolutivas por meio de percepcdes obtidos pelas



pessoas que trabalham com o quadro Kanban e por atos de lideranca visando a melhoraria
constante de sua maneira de trabalhar.

Figura 2.8. Método Kanban [Kanban University 2021].

O segundo grupo de principios (Figura 2.8) sdo os de prestacdo de servicos. O
Kanban incentiva vocé a adotar uma abordagem orientada a servigcos para entender sua
organizacao e como o trabalho ui por ela. Esse paradigma organizacional orientado a
servicos baseia-se na ideia de que sua organizacdo € uma entidade organica que consiste
em uma rede de servi¢os, cada um deles vivendo, respirando e evoluindo. As solicita-
¢Oes dos clientes uem por essa rede de servicos. Se quisermos melhorar a prestacao de
servicos, as melhorias devem ser guiadas pelo seguinte conjunto de principios: i. Com-
preenda e foque nas necessidades do cliente e expectativas; ii. Gerencie o trabalho e
deixe as pessoas se auto-organizarem em torno dele; e iii. Reveja regularmente a rede de
servicos e suas politicas para melhorar os resultados. Esses principios podem néo ser uti-
lizados desde o inicio pelas organiza¢des, pois podem nao ter uma mentalidade orientada
a servicos como parte de sua cultura. Porém, a inclusédo gradual desses principios pode
incrementar a qualidade dos servigos prestados.

Por m, o terceiro grupo de servi¢os sdo os de praticas gerais. Para tal, o Kanban
especi ca 6 préticas, a saber:

* Visualize: Uma boa visualizacdo é a chave para uma colaboracdo e caz e para
identi car oportunidades de melhoria. Visualizar o trabalho geral que necessita ser
realizado e o uxo desse trabalho melhora muito a transparéncia nas organizagoes.
Além disso, a visualizacdo auxilia na cooperacao, pois todos os envolvidos literal-
mente tém a mesma imagem.

* Limite o trabalho em andamenta O trabalho em andamenta@rk in progress
WIP) indica o numero de itens de trabalho em andamento em um determinado mo-
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